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Notation

Die Notation dieser Arbeit orientiert sich weitestgehend an Konventionen, wie sie in der
Literatur iiblich sind. Folgende Zusammenstellung dient einem Uberblick iiber die verwen-
dete Symbolik:

mathematisches Konstrukt | Schriftart Beispiele
Skalar kursiv und klein T, Y, 2
Vektor kursiv, klein und fett T, Yy, 2
Matrix kursiv, grofl und fett X, Y. Z
Dichtefunktion kursiv und klein f¢), p()
o-Algebra kalligraphische Symbole A C
Menge von Verteilungen Fraktursatz 0,6,

Eine Ausnahme in diesem Schema bilden die Borel-o-Algebra, die mit 9 bezeichnet wird,
und der in Abschnitt verwendete Zufallsvektor Y, der deshalb grof§ geschrieben ist,
um ihn vom entsprechenden Datenvektor y zu unterscheiden.

Des Weiteren sei erwéihnt, dass ein Vektor stets als Spaltenvektor definiert ist.

Dartiberhinaus werden folgende Bezeichnungen gebraucht:

R Menge der reellen Zahlen,
S Simplex von Wahrscheinlichkeiten,
I'(-)  Gammafunktion: I'(a) = [;° 2* ! exp(—z) dz,
B(-,-) Betafunktion: B(a,b) = 01 2211 — 2)' 1 du,
I4(-) Indikatorfunktion fiir die Menge A,

Oy Einpunktverteilung an der Stelle x.




Notation

An dieser Stelle sollen auflerdem die in dieser Arbeit verwendeten Abkiirzungen fiir Ver-
teilungen zusammengestellt und benannt werden:

Verteilung Kiirzel | Parameter

Normalverteilung N(p,0?) | Erwartungswert p, Varianz o
multivariate Normalverteilung | N(u,3X) | Erwartungswert g, Kovarianzmatrix 3
Binomialverteilung B(n,m) | Umfang n, Wahrscheinlichkeit 7
Multinomialverteilung M(n,m) | Umfang n, Wahrscheinlichkeitsvektor
Gammaverteilung Ga(a,b) | Formparameter a, Rate b

inverse Gammaverteilung IG(a,b) | Formparameter a, Rate b

stetige Gleichverteilung U(a,b) | Intervallgrenzen a, b

Betaverteilung Be(a,b)

Dirichletverteilung Dir(a)

verallg. Dirichletverteilung GD(a,b)

Dirichlet-Prozess DP(a)

Im Zusammenhang mit Verteilungen werden oft folgende Abkiirzungen verwendet:

ii.d. unabhingig und identisch verteilt (independent and identically distributed),
ind unabhéngig (independent).




1 Problemstellung

Ein wichtiges Anwendungsgebiet der Statistik beschéftigt sich mit der Analyse longitudi-
naler Daten. Solche Daten liegen vor, wenn mehrere Objekte iiber eine langere Zeitspanne
beobachtet und hinsichtlich eines konkreten Merkmals zu bestimmten Messzeitpunkten
untersucht worden sind. Die LISA-Daten, die in Abschnitt néher beschrieben werden,
stellen ein Beispiel fiir eine solche Langsschnittstudie dar. In dieser Studie ist u.a. die zeit-
liche Entwicklung des Body-Mass-Index (BMI) von Kindern in ihren ersten Lebensjahren
von Interesse. Abbildung [I.1] veranschaulicht exemplarisch fiir zwolf Kinder die Messungen
ihres BMIs an bis zu neun verschiedenen Messzeitpunkten.

I T T T T T T Y Y SO N S
94088462 94091001 94184071 95086181

20 -
18 4 -
16 F\.\/ V,\—_.—‘ L
14 4 -
12 -
10 4 -
92181444 93083272 94080862 94083342
B k20
A - 18
\i B F 16
=,
s 14
@ B F 12
B - 10
91084521 91084547 92085134 92085973
20 4 o
18 r
16 I
N I,f«,__ |
12 4 -
10 -
T 1T 1T 177 T T T T 7 T T T 17 T 1T 1T 177
012345 012345

Alter [Jahre]

Abbildung 1.1: Individuelle BMI-Verldufe in Abhéngigkeit vom Alter bei zwdlf zufillig
ausgewéahlten Kindern

Die Analyse einer solchen longitudinalen Datenstruktur sieht sich allgemein folgenden Fra-
gen konfrontiert: Welchen generellen Zusammenhang gibt es zwischen der Zeit und dem
Untersuchungsmerkmal? Gibt es bei den individuellen Verldufen bestimmte Muster? Wird
der zeitliche Effekt auf das interessierende Merkmal durch andere Priadiktoren beeinflusst?
Mit Hilfe eines Regressionsmodells kénnen Antworten auf diese Fragen gefunden werden.
Hierbei wird oft ein linearer Zusammenhang der Einflussgrofien auf den Response unter-
stellt. Im Falle der LISA-Studie wére die Annahme eines linearen Effekts des Alters auf den
BMI allerdings unzutreffend. Der BMI weist ndmlich bei den meisten Kindern innerhalb
des ersten Lebensjahres einen steilen Anstieg auf, wohingegen in der darauf folgenden Zeit
ein leichter Riickgang zu verzeichnen ist (vgl. Abbildung [I.1)). Die LISA-Daten kénnen




1 Problemstellung

daher als ein Beispiel fiir eine Datenstruktur angesehen werden, in der die Annahme eines
linearen zeitlichen Effekts auf den Response nicht aufrecht erhalten werden kann. Eine
solche Datenstruktur soll die Grundlage dieser Arbeit sein. Das Ziel wird sein, zum einen
den allgemeinen nichtlinearen Effekt der Zeit auf den Response zu modellieren und zum
anderen die individuellen zeitlichen Effekte zu schitzen. Gleichzeitig sollen dabei weitere
Kovariablen auf einen signifikanten Effekt auf den Response untersucht werden. Dies soll
im Rahmen eines additiven gemischten Modells geschehen, das fiir das Indivdiduum ¢ bei
der j-ten Messung hinsichtlich der Zielvariable y folgende Struktur postuliert:

Yij = QJ;J'B + f(ti;) + z;jbi + &5

Erlduterungen zu diesem Modell werden in Kapitel [6] gegeben, wohingegen die einzelnen
Bestandteile des Modells in Kapitel |3] ausfiihrlich beschrieben werden. Diese sind wie folgt
bestimmt: Zunéchst wird der generelle zeitliche Effekt durch eine beliebige Funktion f
beschrieben, die durch nonparametrische Inferenzmethoden geschéitzt werden soll. Konkret
wird hierfiir ein penalisierter Spline (P-Spline) herangezogen. Der longitudinalen Struktur
in den Daten wird durch ein lineares gemischtes Modell Rechnung getragen. Alle weiteren
Variablen werden linear ins Modell aufgenommen.

Samtliche im Modell zu schitzenden Parameter werden durch Methoden der Bayes-
Inferenz geschitzt. Kapitel liefert diesbeziiglich einen kurzen Uberblick. Die Anwendung
bayesianischer Schétzverfahren ermdoglicht im Rahmen des linearen gemischten Modells
eine im Vergleich zur klassischen Sichtweise flexiblere Modellierung. Wihrend dort typi-
scherweise fiir die Verteilung der zufilligen Effekte b; eine Normalverteilung angenommen
wird, erlaubt es der subjektivistische Standpunkt in der Bayes-Inferenz, jede beliebige Ver-
teilung als Priori-Annahme hierfiir zu verwenden. Noch allgemeiner kann die Verteilung
der zufilligen Effekte selbst als unbekannte Grofle in die Modellierung eingehen. In diesem
Fall gilt es nun, fiir die unbekannte Verteilung eine Priori-Annahme festzulegen. Dies kann
mit Hilfe einer Dirichlet-Prozess-Priori erfolgen.

Die Verwendung einer Dirichlet-Prozess-Priori bzw. des flexibleren Ansatzes einer
Dirichlet-Prozess-Mischungs-Priori fiir die Verteilung der zufilligen Effekte steht dabei
ebenso im Zentrum der Diplomarbeit wie die Kombination eines auf diese Weise gebil-
deten linearen gemischten Modells mit dem nonparametrischen Schéitzverfahren des P-
Splines. Bei [Li, Lin & Miiller| (2007) wird von derselben Problemstellung ausgegangen —
der nichtlineare zeitliche Effekt wird jedoch durch einen sog. Glattungsspline geschétzt.
In diesem Sinne wird in dieser Arbeit ein hierzu alternatives und — soweit bekannt — in
dieser Konstellation noch nicht verwendetes Verfahren behandelt.

Die Dirichlet-Prozesse stellen damit in ihrer Theorie und in ihrer praktischen Umsetzung
einen wichtigen Bestandteil dieser Arbeit dar. Wihrend sich Kapitel [d mit der Theorie der
Dirichlet-Prozesse befasst, werden in Kapitel [5| verschiedene Algorithmen zur Schéitzung
von Parametern, die aus einer unbekannten und einem Dirichlet-Prozess folgenden Ver-
teilung stammen, erldutert und diskutiert. Die Schilderung konzentriert sich dabei im
Wesentlichen auf die zwei in diesem Zusammenhang gebréuchlichen Verfahren, ndmlich
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die Gibbs-Sampler basierend auf Pélyas Urne und den Block-Gibbs-Sampler, der auf der
sog. Stick-Breaking-Reprasentation des Dirichlet-Prozesses beruht.

Die Idee des Block-Gibbs-Samplers wird in Kapitel [6] auf das additive gemischte Modell
iibertragen. Hierbei wird fiir die Verteilung der zufilligen Effekte eine Dirichlet-Prozess-
Priori bzw. eine Dirichlet-Prozess-Mischungs-Priori angenommen werden. Dieses Modell
wird dann Grundlage der Analysen in den Kapiteln [7] und [§ sein.

Wiihrend sich Kapitel[7]anhand simulierter Daten in erster Linie der Fragestellung widmet,
ob durch den nonparametrischen Ansatz einer unbekannten Verteilung fiir die zufélligen
Effekte eine Verbesserung gegeniiber der herkémmlichen Normalverteilungsannahme er-
zielt werden kann, wird in Kapitel [§] das additive gemischte Modell auf die LISA-Daten
angewendet. In beiden Kapiteln liegt zudem das Augenmerk auf dem ,, Clustereffekt, der
mit der Verwendung eines Dirichlet-Prozesses fiir die Verteilung der zufilligen Effekte ein-
hergeht. Dieser soll dazu verwendet werden, Gruppierungen hinsichtlich der Individuen
zu erkennen. Bei der Analyse der LISA-Daten wird auflerdem die Strategie verfolgt, das
lineare gemischte Modell mit zufédlligen Effekten eines bestimmten Grades auf individu-
elle Splines mit trunkierten Potenzen (TP-Splines) desselben Grades zu erweitern. Durch
ein oder zwei zusétzliche Knoten sollen auf diese Weise die individuellen Verldufe besser
erfasst werden.
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2 Bayes-Inferenz

Die Grundaufgabe der statistischen Inferenz besteht darin, Schliisse von Beobachtungen
auf die zugrunde liegende Grundgesamtheit zu ziehen. Die Statistik entwickelte verschie-
dene, mitunter gegensétzliche Konzepte, auf welche Weise der induktive Schluss von einer
Stichprobe auf die Grundgesamtheit vollzogen werden kann und wie die Unsicherheit, die
diesem statistischen Schluss innewohnt, quantifiziert werden kann. Eines dieser Konzepte
stellt die Bayes-Inferenz dar, die im Besonderen durch ihren subjektivistischen Stand-
punkt charakterisiert ist. Sie unterscheidet sich dabei klar von anderen Inferenzkonzepten
wie der klassischen Inferenz und der Likelihood-Inferenz (vgl. Riiger| (1999)). Bevor in
Abschnitt die Bayes-Inferenz in seinen Grundziigen dargelegt wird, soll in kurz auf
das Prinzip der statistischen Inferenz allgemein eingegangen werden. Der Abschnitt
stellt die sog. Markov-Chain-Monte-Carlo-Verfahren vor, die zur praktischen Umsetzung
der Bayes-Theorie oftmals notwendig sind.

2.1 Grundmodell der statistischen Inferenz

Das Grundmodell der statistischen Inferenz gestaltet sich wie folgt: Ein reellwertiges Un-
tersuchungsmerkmal Y folgt einer Verteilung F(0):

Y ~ F(6).

Dabei bezeichnet F' einen bekannten Verteilungstyp, wihrend 6 einen unbekannten r-
dimensionalen Parametervektor mit Parameterraum © C R, darstellt. Ziel ist nun die
Schéitzung von 8 durch einen Punktschétzer 6. Zu diesem Zwecke werden Daten Yly -5 Yn
erhoben. Sie stellen Realisationen der Zufallsvariablen Y7, ..., Y, dar, die derselben Ver-
teilung wie Y folgen und die an dieser Stelle als unabhéngig vorausgesetzt werden sollen:

Y; "5 P (o) Vi=1,..., n

Der statistische Schluss entspricht nun dem Schluss von der Stichprobe y := (y1, ..., yn)’
auf den unbekannten Parameter 0, der die Verteilung der Grundgesamtheit bestimmt,
aus der die y1, ..., ¥y, stammen. Der Schluss héngt also von den erhobenen Daten ab
und damit auch von dem zugrunde liegenden Wahrscheinlichkeitsraum, nédmlich dem des
Zufallsvektors Y := (Y3, ..., Y,,) . Dieser sei durch (R, B,, P(0)) bestimmt. Dabei be-
zeichnet 9B, die n-dimensionale Borel-o-Algebra und P(0) die Verteilung von Y. Diese ist,
da sie von dem unbekannten Parameter @ abhingt, ebenfalls nicht bekannt und ldsst sich
lediglich der Verteilungsfamilie B := {P(0) : 8 € ©} zuordnen. Diese Verteilungsfamilie
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2 Bayes-Inferenz

sei als dominiert vorausgesetzt, d.h. es existiert ein o-finites Maf} auf (RR,,,B,,), das jede
Verteilung P(0) € P dominiert. Jede Verteilung P(0) besitzt damit eine Dichte p(y;0)
bzgl. des dominierenden Mafes.

2.2 Grundlagen der Bayes-Inferenz

Das Schétzprinzip, nach dem in der Bayes-Inferenz der statistische Schluss vollzogen wird,
lasst sich durch drei Postulate beschreiben (vgl. Riiger| (1999))). Das erste Bayes-Postulat
folgt aus einer zur klassischen und zur Likelihood-Inferenz kontréren Betrachtungswei-
se. Wihrend dort der unbekannte Parameter @ als feste, deterministische Grofle aufge-
fasst wird, nimmt in der Bayes-Inferenz der Parameter € zumindest formal die Rolle ei-
ner Zufallsgrofle ein. Der subjektivistische Standpunkt in der Bayes-Theorie sieht eine
ganz personliche Sichtweise des Schitzproblems vor. Die Unbekanntheit von 8 wird als
personliche Unsicherheit iiber 6 verstanden. Diese Unsicherheit kann von einem gewissen
Vorwissen bis hin zu volliger Unwissenheit reichen. Die subjektive Herangehensweise er-
laubt dem Anwender nun, das Vorwissen, das er iiber 8 besitzt, als a priori Annahme
zu formulieren. Formal erreicht man dies iiber eine Verteilungsannahme bzgl. 8, der sog.
Priori-Verteilung. Auf diese Weise stellt 8 formal eine Zufallsgrofie dar. Gleichwohl stellt
sich fiir einen Anhinger der Bayes-Inferenz die Frage, ob 8 objektiv betrachtet zufillig
oder fest ist, nicht. Fiir ihn ist lediglich die rein personliche Unsicherheit von Belang (vgl.
De Finetti (1974)). Das erste Bayes-Postulat fasst dies folgendermafien zusammen:

Erstes Bayes-Postulat

Das vor der Beobachtung vorhandene Vorwissen iiber den Parameter 8 wird durch eine
Wahrscheinlichkeitsverteilung auf dem Parameterraum ©, der sog. a priori Verteilung,

formuliert.

In diesem Postulat steckt die schwerwiegende Annahme, dass man stets in der Lage ist,
sein Vorwissen bzw. sein Nichtwissen in Form einer Verteilung auszudriicken. Diese Ver-
teilung kann stets durch ein geeignetes o-finites Mafl dominiert werden und besitzt daher
eine Dichte p(€) bzgl. dieses Mafles. Meistens handelt es sich bei der Priori-Verteilung
um ein stetige Verteilung, die durch das Lebesgue-Mafi dominiert wird. Die weiteren
Ausfithrungen in diesem Kapitel beziehen sich auf diesen Fall.

Das zweite Bayes-Postulat sieht eine Redefinition der Verteilung P(0) vor, die angesichts
der Rolle von 0 als ZufallsgroBe notwendig ist:

14



2.2 Grundlagen der Bayes-Inferenz

Zweites Bayes-Postulat

Fiir jedes feste 8 wird die Verteilung P(€) mit der bedingten Verteilung von Y gegeben
0 identifiziert. Somit gilt: p(y|0) = p(y; ).

Das dritte Bayes-Postulat betrachtet die Verteilung des a posteriori Wissens 0|y, also
des Wissens iiber 8 nach Beobachtung der Stichprobe y. Ausgehend von einer Lebesgue-
stetigen Priori-Verteilung besitzt die Posteriori-Verteilung ebenfalls eine Lebesgue-Dichte.
Diese lésst sich iiber den Satz von Bayes bestimmen:

p(y|6) p(9)
p(Bly) = =cp(y|0)p(0) x p(y|@) p(8). 2.1
O1) = 165648 = P¥10) 0) x p(w10) () (21)
Dabei stellt ¢ := [[ p(y|@)p(6)d6]~! eine Normierungskonstante dar. In (2.1) ist der
eigentliche Kern der Bayes-Theorie enthalten: Das Wissen {iber 8 nach Beobachtung der

Stichprobe y setzt sich aus zwei Komponenten zusammen. Zum einen aus dem Vorwissen,
das man iiber 8 hatte und zum anderen aus der Information, die die Stichprobe dariiber
liefert. Man kann also durch die Stichprobe iiber 6 dazulernen. Konkret driickt p(y|@0) die
Plausibilitédt von 6 zu der gegebenen Beobachtung y aus und wird deshalb als Likelihood
bezeichnet.

Das dritte Bayes-Postulat besagt nun:

Drittes Bayes-Postulat

Das nach der Beobachtung y vorhandene Wissen iiber den Parameter 8 wird durch die
geméB (2.1)) bestimmte a posteriori Verteilung wiedergegeben.

Als Konsequenz aus dem dritten Bayes-Postulat gilt folgendes Korollar:

Bayes-Korollar

Ein Schluss aus einer Beobachtung darf nur von der Posteriori-Verteilung abhéngen.

Dies macht die Bestimmung der Posteriori-Verteilung zu der zentralen Aufgabe in der
Bayes-Inferenz. Oftmals bereitet die Integration in (2.1) grofle Schwierigkeiten (vgl. Ab-
schnitt . In besonderen Fillen kann diese jedoch génzlich vermieden werden, so dass
die Bestimmung der Posteriori-Dichte kein Problem darstellt. Dies ist dann der Fall, wenn
die Priori-Verteilung zur Verteilung der Stichprobe konjugiert ist. Damit ist folgendes ge-
meint: Angenommen die Priori-Verteilung gehort einer Familie von Verteilungen ® an.
Diese Verteilungsfamilie ® heifit zu der Verteilungsfamilie 8 konjugiert, wenn fiir jede
Priori-Verteilung aus ® und jede Stichprobenverteilung aus 8 die Posteriori-Verteilung
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2 Bayes-Inferenz

ein Element von ® ist. Liegt dieses vor, so steht der Verteilungstyp der Posteriori von
vornherein fest und die Parameter der Verteilung kénnen dem Produkt aus Likelihood
und Priori-Dichte entnommen werden. Beispiele fiir solche konjugierten Paare zeigt die
Tabelle .11

T =1{P0):0coO) D
N(u, 0 = a?) IG(a,b)
N(0 = p,0%) N(pg, 07)
N(6 =p,X) N(pg, Xg)
B(n,0 =) Be(a,b)
M(n,0 =) Dir(a)

Tabelle 2.1: Konjugierte Paare von Verteilungsfamilien

Basierend auf der Posteriori-Verteilung kénnen nun Punkt- und Bereichsschitzungen an-
gegeben werden (vgl. Riiger| (1999)). Ein Punktschiitzer U soll hierbei den Wert 8 = U (y)
von O angeben, fiir den die Posteriori am stérksten spricht. Hierfiir sind die Bestimmung
des Modus, des Erwartungswertes oder des Medians der Posteriori-Verteilung iibliche Ver-
fahren. Der Posteriori-Erwartungswert als Punktschétzer ist dabei wie folgt gegeben:

6= E®ly) = [ 00(6ly)do. (2:2)

2.3 Markov-Chain-Monte-Carlo-Verfahren

Dem einfachen theoretischen Ansatz der Bayes-Inferenz stehen Schwierigkeiten in der
praktischen Umsetzung gegeniiber. In vielen Fillen ist die Posteriori-Verteilung weder
analytisch noch numerisch zugéinglich. So sind zur Bestimmung der Normierungskonstan-
te ¢ oder des Posteriori-Erwartungswertes oftmals schwierige Integrale zu berechnen, die
im Falle eines hochdimensionalen Parameters in der Regel nicht losbar sind. Wenn die
Posteriori-Verteilung nicht bestimmbar ist, so kann Bayes-Inferenz jedoch mit Hilfe von
Markov-Chain-Monte-Carlo- (MCMC-) Methoden durchgefiihrt werden. Wie bereits aus
dem Namen ersichtlich wird, sind dabei zwei Konzepte von Bedeutung: Markov-Ketten
und Monte-Carlo-Integration. Letzteres basiert auf der einfachen Idee, schwierige Integra-
tionen durch die entsprechenden empirischen Analoga zu approximieren. So kann z.B. der
Posteriori-Erwartungswert (vgl. (2.2)) durch das arithmetische Mittel von Zufallszahlen
01, ..., 01 aus der Posteriori-Verteilung approximiert werden:

’ﬂ \
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2.3 Markov-Chain-Monte-Carlo- Verfahren

Von einer nicht bestimmbaren Posteriori-Verteilung ausgehend ist es allerdings auch nicht
moglich, direkt aus ihr Zufallszahlen zu ziehen. Um dennoch Zufallszahlen aus der Poste-
riori zu erhalten, miissen andere Wege beschritten werden. Eine Moglichkeit besteht darin,
eine Markov-Kette zu konstruieren, die die Posteriori-Verteilung als invariante Verteilung
besitzt. Nach der Konvergenzphase, der sog. ,,Burn In“-Phase, kénnen die Iterationen
der Markov-Kette als geringfiigig abhéngige Realisationen der Posteriori angesehen wer-
den. Durch Ausdiinnen kann die Abhéngigkeit zwischen den Iterationen nahezu beseitigt
werden. Der Metropolis-Hastings-Algorithmus liefert nun eine Methode, wie man zu ge-
gebener Verteilung eine Markov-Kette erzeugt, die diese als invariante Verteilung besitzt.
Beginnend bei einem Startwert 8(0) wird sukzessive bei jeder Iteration t ein Wert 8* vor-
geschlagen und gegebenenfalls akzeptiert. Vorgeschlagen wird ein Wert, indem aus einer
Vorschlagsdichte ¢(8]0¢~1)) eine Zufallszahl gezogen wird. Diese hiingt i.A. vom vorheri-
gen Wert 8¢—1) ab. Ein auf diese Weise vorgeschlagener Wert 8* wird gemiB der folgenden
Akzeptanzwahrscheinlichkeit als neuer Zustand 0(Y) = 6* akzeptiert:

* (t—1) 0*
fplt=1)y _ p(0*|y) (6" 7[6%)
(0|6 ) = min {p(O(t_1)|y) (6160 DY’ 1p. (2.3)

Wird 6* nicht akzeptiert, so setzt man () = @~V An 1) erkennt man, dass die Dichte
der invarianten Verteilung nur bis auf eine Proportionalititskonstante bekannt sein muss,
da die Dichte einmal im Z&hler und einmal im Nenner vorkommt. Dies ist in der Bayes-
Inferenz von entscheidender Bedeutung, weil gerade die Berechnung der Normierungskon-
stanten c in der Posteriori-Dichte oft nicht losbar ist, wohingegen die Bestimmung
der Posteriori-Dichte ohne Proportionalitdtskonstante immer moglich ist. Somit stellt der
Metropolis-Hastings-Algorithmus eine in der Bayes-Inferenz stets anwendbare Methode
zur Erzeugung von Zufallszahlen aus der Posteriori-Verteilung dar. Zusammenfassend lau-
tet er:

Metropolis-Hastings- Algorithmus:

1. Wihle einen Startwert (%) und die Anzahl der Iterationen T'. Setze t = 1.
2. Aufdatierungsschritt: Die Markov-Kette befinde sich im Zustand 8¢~ Ziehe einen
Wert 0* aus der Vorschlagsdichte
q(6716""Y)

und akzeptiere diesen mit der gemif (2.3]) bestimmten Wahrscheinlichkeit. Andern-
falls setze (1) = @(t—1),

3. Falls t =T, beende Algorithmus. Ansonsten erhéhe ¢ um 1 und fahre fort mit 2..

Die Wahl der Vorschlagsdichte ist dabei im Grunde beliebig. Es ist jedoch darauf zu ach-
ten, dass die Vorschlagsdichte so gewéhlt wird, dass die Akzeptanzrate nicht zu klein
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wird. Nur sehr selten angenommene Werte fithren zu einer langsamen Konvergenz der Ite-
rationen in Richtung der invarianten Verteilung. Ausreichend hohe Akzeptanzraten sind
vor allem bei hochdimensionalen Parametervektoren schwierig zu erreichen. Darum wird
in solchen Fillen typischerweise komponentenweise oder blockweise aufdatiert. Das Auf-
datieren separater Blocke von @ gestaltet sich wie folgt: Zunichst wird € in S Blocke
0, ..., Os unterteilt. Der 2. Schritt des Metropolis-Hastings-Algorithmus besteht deshalb
nun aus S Stufen. Sukzessive wird in jeder Stufe s = 1, ..., 5 ein Wert 0} aus einer
fiir s spezifischen Vorschlagsdichte gezogen. Zusammen mit den aktuellen Zustdnden der
anderen Blécke wird damit ein Zustand 8% := (6", ..., 8 67, /7" ... 677"y vor-
geschlagen. Oft wird fiir die fiir s spezifische Vorschlagsdichte die vollsténdig bedingte
Dichte verwendet. In diesem Fall spricht man vom sog. Gibbs-Sampler. Er stellt einen
Spezialfall des Metropolis-Hastings-Algorithmus dar. Die vollstéindig bedingte Dichte ist
allgemein die Dichte der bedingten Verteilung von 6 gegeben aller anderen Parameter
0_s:=(01,...,05_1,05:1,...,05). Sie eignet sich deshalb als Vorschlagsdichte, da ihre
Bestimmung und das Ziehen von Zufallszahlen hiufig auch dann moglich ist, selbst wenn
die Posteriori-Dichte nicht bestimmt werden kann. Dies ldsst sich auf folgende Art und
Weise veranschaulichen: Zunéchst ist eine vollstdndig bedingte Dichte stets proportional
zur Posteriori-Dichte:

p(0.10-3) = T o (01y) o p(ui6) (o) (2.4

Zur Bestimmung des Kerns der vollstdndig bedingten Dichte sind von dem Produkt aus
Likelihood und Priori-Dichte nur die 85 beinhaltenden Faktoren relevant. Die geringere
Dimension von 8, im Vergleich zu 6, die beim komponentenweise Aufdatieren sogar nur 1
betragt, ermoglicht oftmals eine numerische oder gar analytische Bestimmung.

Dariiberhinaus besitzt der Gibbs-Sampler die charakteristische Eigenschaft, dass vorge-
schlagene Werte immer akzeptiert werden (Nachweis im Anhang . Probleme mit zu
niedrigen Akzeptanzraten sind damit von vornherein ausgeschlossen. Die Adjustierung
der Tterationen 0() an die Daten y wird beim Gibbs-Sampler ausschlieBlich iiber die Vor-
schlagsdichte erzielt. Ein nachtrégliches Korrigieren der gezogenen Werte durch ein evtl.
Nicht-Akzeptieren ist unnétig. Das macht den Gibbs-Sampler zu einem sehr effektiven
Algorithmus. Er ldsst sich wie folgt zusammenfassen:
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Gibbs-Sampler:

1. Wahle Startwerte 050), ceey Og]) und die Anzahl der Iterationen T'. Setze t = 1.

2. Aufdatierungsschritt: Die Markov-Kette befinde sich im Zustand 8¢,

(I) Firs=1, ..., S:

- Ziehe neuen Wert fiir 85 gemif:
p(056", ..., 00 0D . el y).

3. Falls t = T, beende Algorithmus. Ansonsten erhéhe ¢ um 1 und fahre fort mit 2..

Fiir eine ausfiihrlichere Darstellung der MCMC-Methoden sei auf|Fahrmeir, Kneib & Lang
(2007) verwiesen.
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Die grundsétzliche Problemstellung der Regression besteht in der Untersuchung, wie di-
verse erkldrende Variablen z1, ..., x, eine Zielgrofle y beeinflussen. Dabei wird das Ziel
verfolgt, die Art und die Stirke des Wirkungszusammenhangs aufzudecken. Grundsétzlich
geht man davon aus, dass sich die zu erkldrende Variable in eine systematische und in
eine stochastische Komponente zerlegen lidsst. Wiahrend die systematische Komponente
den zugrunde liegenden Wirkungszusammenhang beschreibt, wird durch die stochastische
Komponente die zufillige Schwankung, das ,Rauschen“, um diesen Effekt ausgedriickt.
Es gilt nun zu untersuchen, aus welchen Einflussgréfien die systematische Komponente
besteht, wie die einzelnen Effekte dabei aussehen und wie sie sich mit den anderen zusam-
mensetzen, um so eine Zerlegung der ZielgroBe in die beiden Komponenten zu erreichen,
die der wahren Struktur gerecht wird. Eine der einfachsten Strukturen des Einflussterms,
die dabei postuliert werden kann, stellt die Annahme eines linearen Zusammenhangs zwi-
schen den Kovariablen und der Zielgréfle dar. Ein solches lineares Modell wird im Abschnitt
erldutert, ehe in auf den allgemeineren Ansatz der nonparametrischen Regression
und in auf das bei Longitudinal-Daten gebréuchliche lineare gemischte Modell ein-
gegangen wird. Konzeptuell wird dabei so vorgegangen, dass die einzelnen Modelle in
ihrer allgemeinen Form zunéchst vorgestellt und dann in ihrer bayesianischen Umsetzung
dargelegt werden. In Kapitel [6] werden diese drei Modelle zu einem additiven gemischten
Modell zusammengefiigt, das bei der Analyse der LISA-Daten in Kapitel [§] und in abge-
schwéchter Form auch bei Analyse der simulierten Daten in Kapitel [7] Verwendung findet.
Die Ausfithrungen in diesem Kapitel orientieren sich an [Fahrmeir, Kneib & Lang| (2007)
und Fahrmeir & Tutz (2001).

3.1 Das lineare Modell

Das lineare Modell unterstellt einen linearen Einfluss jeder Kovariablen z, mitr =1, ..., p
auf die Zielgrofle y, wobei sich die einzelnen Effekte additiv zusammensetzen. Diese syste-
matische Komponente wird durch eine stochastische Komponente ¢ iiberlagert:

y=Po+ brz1+ ... + Bpzp + € (3.1)

Es wird vorausgesetzt, dass es sich bei dem Response um eine metrische und bei den Ein-
flussgroBen um metrische oder bindre Variablen handelt. Es liegen nun Daten (y;, ;) fiir
i =1, ..., n Individuen vor. Dabei entspricht @; = (z;1, ..., z;p) dem individuenspezifi-
schen Kovariablenvektor und y; dem Responsewert des i-ten Individuums. Da in Kapitel
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[6] das lineare Modell Bestandteil eines additiven gemischten Modells sein wird, soll bereits
an dieser Stelle auf einen Intercept verzichtet werden. Damit gilt fiir die ¢-te Person:

yi =Bz + ... + Bprip i = xiB + & (3.2)

Die strukturelle Komponente ist nun durch den Pradiktor 3 bestimmt, wobei 8 =
(B1, ..., Bp) die Regressionskoeffizienten vektoriell zusammenfasst. Fiir die zuféllige Kom-
ponente ¢; wird folgende Verteilungsannahme getroffen:

i K N(0,02) Vi=1,...,n. (3.3)
Sie beinhaltet mehrere Aspekte: Die individuellen Abweichungen ereignen sich unabhéngig
voneinander und haben alle dieselbe Varianz o2. In der klassischen Formulierung des li-
nearen Modells wird i.d.R. die Normalverteilungsannahme auf die Annahme einer symme-

trischen Verteilung abgeschwicht. Da jene im Rahmen der Bayes-Inferenz aber notwendig
ist, wird sie an dieser Stelle gefordert.

Das individuelle lineare Modell (3.2]) lisst sich iiber den Responsevektor y = (y1, ..., yn)’,
den Vektor der Fehlervariablen € = (e1, ..., &,)" und der Designmatrix X = (x}, ..., z})’

auch in folgende multivariate Form iiberfiihren:
y=XpB+e.

Geméf der Annahme folgt fiir den Vektor der StérgroBen: € ~ N(0,021,), wobei
I, der n-dimensionalen Einheitsmatrix entspricht. Da der Term X3 deterministisch ist,
folgt fiir die auf die Parameter 3 und o2 bedingte Verteilung von y bei gegebenen Kova-
riablenwerten:

y|B,0% ~ N(XB,0%I,). (3.4)

Die Designmatrix X wird dabei als nichtstochastisch betrachtet, um ein Bedingen auf
die konkreten Kovariablenwerte zu vermeiden und damit die Notation einfacher zu hal-
ten. Nichtsdestotrotz gilt die in formulierte Verteilungsaussage fiir y nur unter der
Bedingung der vorliegenden Kovariablenstruktur.

In der Praxis bedeuten diese Annahmen, dass das lineare Modell dann sinnvoll anwendbar
ist, wenn die Zielgrofle y stetig und — gegeben die Kovariablenwerte — approximativ
normalverteilt ist. Dariiberhinaus ist stets der postulierte lineare Zusammenhang z.B.
iiber eine Analyse der Residuen kritisch zu hinterfragen.

Die Aufgabe der statistischen Inferenz besteht nun darin, zu gegebenen Daten y und X
den Parametervektor 3 und die Residuenvarianz o2 zu schiitzen. Wihrend das Beobach-
tungsmodell durch gegeben ist, gilt es nun aus bayesianischer Perspektive eine a
priori Annahme fiir B und ¢? zu formulieren. Um die Eigenschaften der Konjugiertheit
zweier Verteilungsfamilien ausnutzen zu koénnen, bietet es sich an, folgende allgemeine
Priori-Struktur zu verwenden:
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o2 ~ IG(ae,b.),
B ~ N(pg, Xp).

Auf diese Weise ist unter Unabhiingigkeitsannahme eine gemeinsame Priori-Dichte
p(B,0%) = p(B) p(c?) bestimmt. Es handelt sich dabei um die sog. Normal-inverse Gamma-
verteilung, die zu obigem Beobachtungsmodell konjugiert ist. Die Posteriori-Dichte
ldsst sich demnach analytisch berechnen:

p(B,0°|y) x p(y|B,0*) p(B,0?)

Selbst bei einer solchen Festlegung der Verteilungstypen fiir die Priori besteht iiber die
Hyperparameter ac, b., pg und X5 genug Freiraum fiir eine individuelle Formulierung des
a priori Wissens. Dariiber hinaus kénnen die Hyperparameter selbst wiederum modelliert
werden, wodurch man den subjektiven Einfluss auf die Schétzergebnisse gering hélt und
ein Maximum an Flexibilitat erreicht.

Die Annahmen des bayesianischen linearen Modells lassen sich wie folgt zusammenfassen:

Bayesianisches lineares Modell

1. Beobachtungsmodell:
y|B,0° ~ N(XB,0°L,,).

2. Priori- Verteilungen:
o2 ~ IG(ag,b.),

B ~ N(ug,Xp).

3.2 Nonparametrische Regression

Oftmals ist die Annahme eines linearen Einflusses der Kovariablen x4, ..., z, auf den
Response y wie in ({3.1)) den Daten nicht angemessen. In solchen Féllen ist ein Modell, das
bis auf die Additivitdt keine Struktur festgelegt, addquater. Ein solches additives Modell
lautet:

y=fi(z1)+ ... + fp(zp) +¢.

Dabei werden mit f,. fiir = 1, ..., p beliebige, fiir die jeweiligen Kovariablen x, spezi-
fische Funktionen bezeichnet. Im Folgenden werde der Einfachheit halber nur von einer
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Kovariable =z ausgegangen, die wie der Response als metrisch vorausgesetzt wird. Das
Modell lautet nun bei n erhobenen Daten (y;, x;) fiir jedes Individuum i =1, ..., n:

yi = f(2) +ei

Die Funktion f wird dabei zunéichst nicht naher spezifiziert. Insbesondere unterliegt sie
keiner parametrischen Struktur, so dass diese Form der Regression ,nonparametrisch
genannt wird. Der Schitzung der Funktion f liegen zwei Ziele zugrunde: Einerseits soll
eine Schitzung f so weit wie moglich die Daten erfassen. Im Gegensatz zum linearen
Modell, wo die Funktion f durch ihre lineare Struktur restringiert ist, kann man hier
aufgrund der Beliebigkeit von f problemlos eine Schétzung f finden, die durch alle Punkte
(yi,x;) fir i = 1, ..., n geht. Man denke hierfiir z.B. an ein Polynom n-ten Grades. Ein
solches ,,Overfitting“ spiegelt aber nur die Daten, aber nicht die dahinter stehende Struktur
wider und ist daher als Regressionsansatz untauglich. Deshalb muss andererseits bei der
Schitzung darauf geachtet werden, dass f nicht zu nahe an den Daten liegt, also nicht
zu rau ist. Es existieren nun verschiedene Konzepte, wie diese beiden Ziele miteinander in
Einklang zu bringen sind. Solche Ansétze sind z.B. Polynom-Splines, Penalisierungsansétze
oder lokale Glattungsverfahren. Im Folgenden wird eine konkrete Methode, ndmlich die
der penalisierten Splines, der sog. P-Splines, genau ausformuliert. Diese stellt zum einen
ein Penalisierungsverfahren dar und bezieht sich zum anderen auf die Polynom-Splines. Sie
stellt in diesem Sinne eine Kombination der beiden Verfahren dar. Wihrend diese beiden
im weiteren Verlauf erldutert werden, wird fiir andere Verfahren auf die Literatur (vgl.
Fahrmeir, Kneib & Lang (2007)) verwiesen.

3.2.1 Polynom-Splines

Die naheliegendste Idee fiir eine Verallgemeinerung des linearen Modells, also eines Po-
lynoms 1. Grades, wire die Verwendung hohergradiger Polynome. Hier zeigt sich aber,
dass die Modellierung mit einem Polynom fiir den ganzen Bildbereich der Einflussgrofie
nicht flexibel genug ist. Wahrend ein solches globales Polynom bei niedrigen Graden oft
nicht in der Lage ist, lokale Besonderheiten in den Daten ausreichend zu erfassen, be-
steht bei hoherem Grad eine generelle Tendenz zum Overfitting. Ein Ansatz ist nun, in
sdmtlichen Teilen des Bildbereichs [a;b] lokale Polynome zu schétzen und diese zu einer
globalen Schétzung zu aggregieren. Knotenpunkte a = k1 < ... < b = K, dienen da-
bei der Festlegung der Regionen. Damit bei der Aggregation aber keine Spriinge oder
Knicke auftreten, sind zusétzliche Glattheitsbedingungen erforderlich. Beim Konzept der
Polynom-Splines werden diese durch die Annahme formuliert, dass die Funktion f einem
sog. Polynom-Spline entspricht. Dieser ist wie folgt definiert:
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Definition: Polynom-Spline

Eine Funktion f : [a,b] — R heiit Polynom-Spline vom Grad [ > 0 zu den Knoten
a=r1 < ... < b=k, wenn sie die folgenden Bedingungen erfiillt:

1. f(z) ist auf [k, Kj+1) ein Polynom vom Grad [ fir j=1,..., m—1.

2. f(x) ist (I — 1)-mal stetig differenzierbar.

Durch die Restriktion auf Polynom-Splines ist die Funktion f nun nicht mehr v6llig belie-
big. In der Tat werden durch die Glattheitsbedingungen der Polynom-Splines dem zweiten
der beiden Ziele fiir die Schitzung von f Rechnung getragen. Dariiberhinaus gilt nun der
folgende, ganz zentrale Sachverhalt: Die Polynom-Splines bilden einen Vektorraum der
Ordnung d = m + [ — 1. Jedes Element aus dem Vektorraum der Polynom-Splines lasst
sich daher als Linearkombination von d Basisfunktionen darstellen (vgl. Hammerlin &
Hoffmann, (1994]))):

d
fla) = 7iBj(x:). (3.5)
j=1

Die Basisfunktionen Bj, ..., By geben allgemein Aufschluss dariiber, welche Bereiche zur
Schétzung von f(x;) ausschlaggebend sind und in welchem MafBle. Es existieren mehre-
re Typen von Basisfunktionen, die zur Modellierung herangezogen werden kénnen. Die
Anpassung der Daten wird dann durch die Schétzung der Parameter ~1, ..., 74 erreicht.
Damit liegt wieder ein parametrisches Modell vor, das in volliger Analogie zum linearen
Modell geschéitzt werden kann. In diesem Sinne ist die Bezeichnung ,nonparametrisch”
irrefithrend und eigentlich nicht korrekt; sie ist aber dennoch fiir diesen Sachverhalt ge-
bréuchlich.

Im konkreten Anwendungsfall sind nun die Anzahl der Knoten, ihre Platzierung und die
Wahl des Basisfunktionentyps festzulegen. Wihrend Letzteres fiir die Schétzergebnisse
weniger entscheidend ist, spielt die Anzahl der Knotenpunkte eine grofie Rolle. Sie darf
fiir eine angemessene Modellierung der Daten nicht zu gering sein, wohingegen bei einer zu
hohen Anzahl die Gefahr eines Overfittings besteht. Auch die Platzierung der Knoten ist
nicht unerheblich. Hier sind in der Praxis drei Verfahren iiblich: dquidistante, quantilbasier-
te oder anhand eines Streudiagramms subjektiv festgelegte Knoten. Aquidistante Knoten
sind am leichtesten zu handhaben, so dass sie Gegenstand der weiteren Ausfithrungen sein
werden. Auch bei der Wahl der Basisfunktionen stehen mehrere Alternativen zur Aus-
wahl. Die bekanntesten Basen sind die Basis der trunkierten Potenzen (Truncated Power
Series Basis, TP-Basis) und die B-Spline-Basis (Basic Spline Basis). Die TP-Basis greift
die Idee eines globalen Polynoms wieder auf und ergénzt sie um lokale Komponenten, um
auch lokal gute Schitzungen zu gewéhrleisten. Grundlage ist folgendes fiir i = 1, ..., n
formuliertes Regressionsmodell:
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Yi=m+tyr+ ...+ ’Yl+1$§ + Yig2(x; — /‘62)l+ + o Ymet (T — Hmﬂ)ﬂr +¢e (3.6)

mit

D N CTE ) L =

B { 0 sonst.
Der zum hochsten Grad des Polynoms gehorige Term wird also mehrmals aufgefiihrt —
allerdings in einer jedes Mal unterschiedlich trunkierten Form. Auf diese Weise werden in
der Tat in jedem Intervall [r;, kj41) lokale Polynome geschétzt, die ,glatt“ zusammenge-
setzt werden. Das Modell lasst sich in die Form von bringen, wenn die einzelnen
Basisfunktionen folgende Gestalt haben:

Truncated Power Series Basis

Die d Basisfunktionen zum Grad [ lauten:
Bl(.’E) = 1) BQ(:/U) =T, ..., Bl+1(gj) = xl’

Biio(z) = (z — k2), ..., Ba(z) = (x — kme1)l.

Man erkennt an der TP-Basis, dass mit Ausnahme von Bj(z) sdmtliche Basisfunktionen
nach oben nicht beschrénkt sind. Dies bringt bei groflen z-Werten numerische Probleme
mit sich. Eine in dieser Hinsicht vorzuziehende Basis liefern die B-Splines, die auflerdem die
Grundlage der in Abschnitt ausgefithrten P-Splines darstellen. Die Basisfunktionen
der B-Splines sind nach oben beschrinkt und sind daher numerisch stabiler. Sie unterliegen
folgender rekursiven Definition:

B-Spline-Basis

Die j-te Basisfunktion zum Grad [ lautet Vj =1, ..., d:

1 Kj <z< Kj+1,
0 sonst,

B?(:L’) = I[nj,nj+1)($) = {

T — Kj _ Kitl4+1 — T 1
Bi(z) = —2 BN (g) + —2HHL 7 Bl 3.7
)= B @ B ) (3.7)

Abbildung zeigt die Gestalt einzelner B-Spline-Basisfunkionen fiir verschiedene Grade
bei dquidistanten Knoten. Dort lisst sich auch erkennen, dass fiir jede Basisfunktion [ + 2
Knoten bendétigt werden. Um die rekursive Definition in (3.7)) zu ermdglichen, ist es deshalb
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Abbildung 3.1: B-Spline-Basisfunktionen vom Grad | = 0, 1, 2, 3 bei dquidistanten Knoten

erforderlich, links und rechts des Definitionsbereichs [a;b] jeweils [ Knoten zu ergénzen.
Abbildung [3.2] veranschaulicht dies. Fiir die Eigenschaften der B-Splines sei auf [Fahrmeir,
Kneib & Lang (2007)) verwiesen.

Wie technisch die Bestimmung der TP-Basis, der B-Spline-Basis oder die Polynom-Splines
an sich auf den ersten Blick auch erscheinen moégen, letztendlich liegt ein Modell vor, das
sich formal von dem linearen Modell nicht unterscheidet:

y =B~y +e.
Dabei entspricht v = (71, ..., 74)" dem Koeffizientenvektor und B stellt die auf folgende
Weise bestimmte Designmatrix dar:
B := : :

Auch hier wird fiir die Fehlervariablen die Annahme (3.3) getroffen. Somit gilt:
yly,0% ~ N(Bv,0°L,).

Zur bayesianischen Schétzung dieses Modells kann nun voéllig analog zum bayesianischen
linearen Modell in Abschnitt vorgegangen werden.
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Abbildung 3.2: Knotenerweiterung fiir B-Spline-Basisfunktionen bei m = 5, [ = 2 und
dquidistanten Knoten

3.2.2 Penalisierungsansatze

Die Penalisierungsanséitze beruhen direkt auf den am Beginn von Abschnitt geduBerten
Zielen: Passe auf der einen Seite die Schitzung f moglichst gut an die Daten an und be-
strafe auf der anderen Seite die Rauheit von f . Meist wird dieses Konzept iiber das Prinzip
der kleinsten Quadrate realisiert. Dabei wird das folgende penalisierte KQ-Kriterium mi-
nimiert:

n

> (i — f@)2 + AI(f).

=1

Dabei stellt J(f) einen Strafterm dar, der die Rauheit der Funktion bestraft, wéhrend
A > 0 einem reellwertigen Parameter entspricht, der die gewiinschte Glattheit steuert.
Je hoher der Glattungsparamter A, desto mehr findet der Strafterm in der Schéitzung
Beriicksichtigung und desto glatter wird f . Da die zweite Ableitung einer Funktion all-
gemein ihre Kriimmung beschreibt, wird haufig fiir den Strafterm J(f) = [(f"(u))*du
verwendet. In diesem Fall spricht man von Gléattungssplines. Daneben gibt es noch ein an-
deres, oft verwendetes Verfahren, ndmlich das der P-Splines. Sie basieren auf dem Konzept
der B-Splines, d.h. die Funktion f bzw. der Koeffizientenvektor v wird geméfi Abschnitt
geschétzt. Dariiberhinaus wird ~ aber zusétzlich penalisiert. In diesem Sinne stellen
die P-Splines eine Kombination von B-Splines und Penalisierungsverfahren dar. Die Idee
bei der Bestrafung ist folgende: Aufeinander folgende B-Spline-Basisfunktionen B;_; und
Bj besitzen die Eigenschaft, dass sie sich in ihrer Wirkung auf die Schétzung ausgleichen,
falls die dazugehdrigen Koeffizienten v;_1 und ~; gleich grofl sind. Die Penalisierung des
Abstandes zweier benachbarter Koeffizienten fiithrt daher zu einer Glattung der Funktion.
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3.2 Nonparametrische Regression

Zur Konstruktion des Strafterms dienen daher die Differenzen v; — ;-1 bzw. Differenzen
hoherer Ordnung Ak'yj. Diese sind auf folgende, rekursive Weise definiert:

Aly; =~ — -1,
APy = Aly;—Alyjg = 55 — 2951 +7j-2,
Ak')’j — Akfl,yj _ Akil")/j_l.

Der Strafterm ist nun durch J(f) = Z?:Hl(Akvj)Q = v' K}y mit Kj, = D} Dj, bestimmt.
Dabei gilt z.B.:

Mit der durch (3.5) bestimmten Schitzung von f lautet das penalisierte KQ-Kriterium
nun:

2
n

d
Dolwi—DuBi@) | +M Ky
s

i=1

Das bisher geschilderte Schétzverfahren nach dem Prinzip der kleinsten Quadrate ist nicht
der Bayes-Inferenz sondern der klassischen Inferenz zuzuordnen. Die P-Splines kénnen
aber auch bayesianisch umgesetzt werden. Hierfiir stellt obige klassische Variante eine gu-
te Hinfiihrung dar. Die zentrale Frage bei einer solchen bayesianischen Interpretation ist,
wie die Penalisierung fiir v Berticksichtigung findet. Es gilt nun, die durch die Differen-
zen bestimmte Bestrafung in die Priori-Annahme einflieBen zu lassen. Hierzu dienen sog.
Irrfahrten (Random Walks) k-ter Ordnung, die das stochastische Analogon zu Differenzen
k-ter Ordnung darstellen. Diese Analogie soll nun am Beispiel einer Irrfahrt der Ordnung
1 veranschaulicht werden, ehe sie auf beliebige Ordnungen verallgemeinert wird. Eine sog.
(GauB})-Irrfahrt der Ordnung 1 ist definiert als:

v = vi-1 Uy, uj "R N(0,72) Vi=2,...,d

Man erkennt hier, dass 7; — ;-1 eine um 0 symmetrische Verteilung besitzt. Dies kommt
der Forderung gleich, dass v; und «;_1 nicht in zu groflem Mafle voneinander abweichen
sollen, so wie sie in der klassischen Form der P-Splines getroffen wurde. Fiir die bedingte

Verteilung ~;|vj—1, ..., 71 gilt nun bei bekannter Varianz T2

Yilvi=1s -y 11 = j|vi-1 ~ N(vj-1,72) Vi=2,...,d (3.8)
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3 Regressionsmodelle

Die durch das Gleichheitszeichen in beschriebene Markov-Eigenschaft ist eine cha-
rakteristische Eigenschaft der Irrfahrt, die in die Bestimmung einer gemeinsamen Priori-
Verteilung fiir v eingeht. Hierfiir muss noch eine Verteilungsannahme fiir den Startwert
~v1 getroffen werden. In der Regel wird dafiir eine nichtinformative Priori-Verteilung ver-
wendet:

p(71) o const.

Somit gilt fiir die gemeinsame Verteilung von ~:

d
1 1 2 1 1,
- We){p _ﬁ Z(’Yj - 7j—1) = m exp (—27_2’)/ Kry) .

Fasst man die Varianz 72 als zu schiitzenden Parameter und damit als Zufallsvariable auf,
so gilt entsprechend bei 1.0rdnung;:

1 1
2\ /
p(y|T) = mexp <—27_2’)’ Kl’Y) :

Berechnungen fiir beliebige Ordnungen £ lassen sich ganz analog durchfiihren:

1 1
2
p(v|T7) = WGXF’ <—2T2‘Y/Kk’>’> :

Obwohl die Form dieser Dichte auf den ersten Blick stark an eine multivariate Normalver-
teilung erinnert, so ist dies nur mit Abstrichen richtig. Fiir die Matrix K gilt ndmlich:
rg(Ky) = d —k < d, dh. K}, ist singuldr. Somit existiert keine Inverse K, ', wie es zur
Bestimmung der Kovarianzmatrix einer multivariaten Normalverteilung notwendig wire.
Man spricht hier von einer singuléren Normalverteilung. Diese ist eine teilweise uneigent-

liche, d.h. nicht normierbare Verteilung.

Der Parameter 72 steuert, wie stark sich Koeffizienten +; und ;1 unterscheiden. Je kleiner
72, desto geringer ist jene Abweichung und desto glatter ist die geschiitzte Funktion f . In
diesem Sinne stellt 72 einen inversen Glittungsparameter dar. Es gilt sogar: A = o2/72.
In seiner Rolle als Varianzparamter bietet sich als a priori Verteilung fiir 72 ebenso eine
inverse Gammaverteilung an wie fiir 2. Mit entsprechenden Unabhiingigkeitsannahmen
hinsichtlich der gemeinsamen Priori kann nun die Posteriori-Verteilung bestimmt werden:

p(v, 72, 0%y) o p(ylv, %) p(v|7%) p(r?) p(c?).

Hierbei handelt es sich wie schon beim bayesianischen linearen Modell in Abschnitt
um die Normal-inverse Gammaverteilung. Ein solches Modell mit bayesianischen P-Splines
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3.3 Das lineare gemischte Modell

wird Grundlage der Analysen in Kapitel [§] sein. Die Annahmen seien nochmal zusammen-
gefasst:

Bayesianische P-Splines

1. Beobachtungsmodell:

y|v,0° ~ N(B~,0°I,).

2. Priori- Verteilungen:

p(v;) o< const Vi=1,...,k,
’7j|’yj_1,7'2 ~ N("yj_l,TQ) Vi=k+1,...,d,
2 ~ IG(ay,b,),
o2 ~ IG(ac,b.).

3.3 Das lineare gemischte Modell

Das lineare gemischte Modell erweitert das lineare Modell dahingehend, dass neben
dem generellen, den alle Individuen betreffenden Einfluss von Kovariablen z1, ..., =, auf
die Zielgrofle y auch individuenspezifische Effekte betrachtet werden. Ein solches gemisch-
tes Modell findet vor allem in der Analyse longitudinaler Daten Anwendung. Bei longitu-
dinalen Daten werden mehrere Individuen innerhalb einer bestimmten Zeitspanne unter-
sucht. Fiir jedes Individuum ¢ mit i = 1, ..., n liegen n; Messungen vor, die zu bestimmten
Zeitpunkten ¢;; mit j = 1, ..., n; ethoben wurden. Die Kovariablen, fiir die individuenspe-
zifische Effekte untersucht werden sollen, werden im Folgenden mit z1, ..., z; bezeichnet.
Dabei handelt es sich meist um eine Teilmenge von x4, ..., x,, d.h. bei manchen Ein-
flussgroflen wird der generelle und der individuelle Effekt analysiert und bei manchen nur
der generelle. Die Datenstruktur ist also durch (yi1, ..., Yin;s @ity - -y Tingy Zily -« - Zin;)
fiir i =1, ..., n gegeben. Das lineare gemischte Modell setzt nun die einzelnen als linear
angenommenen Effekte additiv zusammen:

Yij = 33;]5 + Zgjbi + €ij.

Die Vektoren x;; = (xij1, - .., Tijp) und 2z; = (2451, ..., 2ijq) stehen dabei fiir die Ko-
variablenwerte der Person ¢ zum Zeitpunkt j. Sie variieren i.A. mit der Zeit, werden aber
oft als zeitkonstant angenommen. Der Vektor b; = (bj1, ..., big)’ symbolisiert die indivi-
duellen Koeffizienten fiir das i-te Individuum. Fiir die zufillige Komponente ¢;; wird nun
dem linearen Modell entsprechend (vgl. ) folgende Verteilungsannahme getroffen:
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3 Regressionsmodelle

ei; "R N(0,0?) Vi=1,...,n;V¥j=1,..., n. (3.9)
Mit den individuellen Designmatrizen X; = (z, ..., @}, ) und Z; = (zj;, ..., z},.)’
bzw. dem Responsevektor y; = (¥, ..., Yin;) und dem Fehlervariablenvektor &; =
(€i1, - -, €in;)" ldsst sich das lineare gemischte Modell auch in Matrixnotation schreiben:

yi = XiB+ Z;b; +¢&;.

Die Annahme ({3.9)) ldsst sich ebenfalls in eine kompakte vektorielle Form bringen:

ind

e; '~ N(0,0°1I,,) Vi=1,...,n. (3.10)

Gelegentlich wird hierbei auch die allgemeinere Annahme ¢; nd Ny (0,3, ;) verwendet. Im
Folgenden soll aber stets die Annahme getroffen werden. Sie bedeutet, dass die
intrapersonelle Korrelation gegeben b; gleich 0 ist (vgl. (3.12)). Damit wird der Tatsache,
dass gewisse Datenpunkte zu demselben Individuum gehoren, nur iiber einen gemeinsamen
Vektor b; Rechnung getragen.

Der den generellen Effekt beschreibende Vektor 3 wird in diesem Zusammenhang als fester
Effekt bezeichnet, wihrend b; zufilliger Effekt genannt wird. Dies hat seinen Ursprung in
einer Sichtweise der klassischen Inferenz. Dort werden zu schiitzende Parameter wie z.B.
B3 grundsétzlich als feste, aber unbekannte Parameter verstanden. In gemischten Modellen
wird b; nun nicht als Parameter, sondern als Zufallsgréfie angesehen, fiir die eine fiir alle
Individuen identische Verteilung angenommen wird. Dies ist sinnvoll, da andernfalls sehr
viele, mitunter fiir die Gewéhrleistung der Schitzbarkeit des Modells zu viele Parameter
zu schitzen wiren. Typischerweise wird hierfiir eine Normalverteilung herangezogen:

b "5 N(0,3) Vi=1,..., n (3.11)

Der Erwartungswert 0 rithrt von der Vorstellung her, dass die zufilligen Effekte die indi-
viduellen Abweichungen von dem generellen Effekt darstellen. Hierzu miissen freilich fiir
alle zufalligen Effekte auch die dazugehorigen festen Effekte im Modell enthalten sein. Die
Normalverteilungsannahme wird in der klassischen Inferenz oft getroffen, weil damit —
zusammen mit der Annahme (3.10) und der Unabhéngigkeitsannahme von b; und €; —
auch eine Normalverteilung fiir den marginalen, individuellen Response folgt:

y; ~ N(X;8,0°I,,) Vi=1,...,n.

In der Bayes-Inferenz, bei der sowohl die festen als auch die zufélligen Effekte als Zufalls-
groflen aufgefasst werden, ist anstatt der marginalen Betrachtungsweise stets die bedingte
Verteilung von y; gegeben alle die Verteilung bestimmenden Parameter von Interesse. Of-
fensichtlich ist hierfiir der Verteilungstyp der Prioris fiir 3, b; und o2 unerheblich. Fiir die
bedingte Verteilung gilt damit stets aus der Annahme folgend die Normalverteilung:
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3.3 Das lineare gemischte Modell

yi|ﬁ,bi,02 ~ N(X;8+ Zibi,O‘QIni) Vi=1,...,n. (3.12)

Man ist daher in der Bayes-Inferenz grundsitzlich vollig frei, was die Wahl der (Priori)-
Verteilung fiir die zufilligen Effekte betrifft, die im Folgenden mit F' bezeichnet wird,
und kann sich daher von der in der klassischen Inferenz iiblichen Normalverteilungsannah-
me 16sen. Thre Adédquatheit ist ndmlich in bestimmten Datenkonstellationen kritisch zu
hinterfragen. Die Symmetrie und Unimodalitdt, die damit angenommen wird, kénnen in
der Praxis durchaus nicht gegeben sein. Zudem impliziert die Normalverteilungsannahme
schmale Enden, so dass nicht all zu sehr voneinander abweichende Effekte unterstellt wer-
den. Dunson (2008) fithrt an, dass Ausreifler unter dieser Annahme das Populationsmittel
iiber die Maflen beeinflussen, wihrend ihre zufélligen Effekte in die Richtung des Popu-
lationsmittels verzerrt wiirden. Eine konkrete parametrische Verteilungsannahme fiir die
zufalligen Effekte ist dariiber hinaus grundsétzlich problematisch, da sie sich als latente
Variablen einer direkten Erhebung entziehen und daher eine fiir sie angenommene Ver-
teilung nur schwer auf ihre Korrektheit tiberpriift werden kann. Thre Verteilungsannahme
hat jedoch Einfluss auf die Schéitzungen der zufilligen Effekte. Eine falsche Verteilungs-
annahme kann deshalb zu Verzerrungen fiithren (vgl. [Kleinman & Ibrahim| (1998).

Eine flexiblere Modellierung ist moglich, wenn man die Unsicherheit {iber die Verteilung
der zufilligen Effekte ins Modell einbezieht. Die Verteilung F' iibernimmt hierbei die Rolle
eines ,Parameters“. Aus bayesianischer Perspektive gilt es nun, ein a priori Wissen fiir
F zu formulieren. Fiir eine flexible Modellierung dessen ist eine reichhaltige Klasse von
Priori-Verteilungen erforderlich. Die sog. Dirichlet-Prozess-Prioris stellen so eine Klasse
fir die Menge der Wahrscheinlichkeitsmafle dar. Die Dirichlet-Prozesse werden in Kapi-
tel 4] ausfiihrlich behandelt, ehe in Kapitel [ verschiedene Algorithmen fiir Modelle mit
Dirichlet-Prozessen diskutiert werden. An dieser Stelle sollen jedoch schon vorab zwei
Mboglichkeiten vorgestellt werden, wie eine Dirichlet-Prozess-Priori, i.Z. DP(«a), mit der
Verteilung der zufilligen Effekte verkniipft werden kann. Im ersten Fall wird, genauso wie
oben ausgefiihrt, eine Dirichlet-Prozess-Priori fiir /' angenommen:

Dirichlet-Prozess-Modell:

i.4.d. .
"R Vi=1,...,n,

~ DP(a).

b;|F
F
Im zweiten Fall wird die Verteilung der zufilligen Effekte F' in zwei Stufen modelliert.
Die erste befasst sich mit der bedingten Verteilung der b; gegeben die Parameter 6;,
die im Folgenden mit F'(0;) bezeichnet wird. Der Verteilungstyp von F(6;) sei bekannt.
In der zweiten Stufe werde fiir die Verteilung der Parameter 6; — sie soll G heiflen —
eine Dirichlet-Prozess-Priori angenommen. Auf diese Weise resultiert fiir die marginale

Verteilung der zufilligen Effekte F' eine Mischverteilung. Das Modell wird daher Dirichlet-
Prozess-Mischungs-Modell genannt.
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3 Regressionsmodelle

Dirichlet-Prozess-Mischungs-Modell:

blo; X F;)  Vi=1,....n,
0,)G "% @ Vi=1,...,n,

G ~ DP(a).

Die Beliebigkeit der Verteilung F' stellt es dem Anwender nun frei, ob er zu den zufélligen
Effekten auch die dazugehorigen festen Effekte im Modell mit auffithren will oder nicht.
SchlieBlich ist der Erwartungswert von F' nicht mehr auf 0 festgelegt wie in . Das
DPM-Modell lésst sich nun fiir den Fall, dass nur zufillige Effekte betrachtet werden, wie
folgt kompakt darstellen:

Lineares gemischtes Modell mit DPM-Priori

1. Beobachtungsmodell:

yi‘bi,(f2 ifT\LJd (Zle,O'zInl) Vi = 1, ey N

2. Priori- Verteilungen:

bilo; " F(0) Vi=1,...,n,
0.|c "X @ Vi=1,.... n,

G ~ DP(w),
0?2 ~  IG(ae,b.).

An dieser Stelle sei bereits erwdhnt, dass die Posteriori-Verteilung fiir alle im Modell
enthaltenen Parameter nicht in geschlossener Form darstellbar ist. Die Tatsache, dass der
unbekannte Parameter G eine Verteilung und kein reellwertiger Parameter ist, wirft bereits
bei der Formulierung der Priori-Verteilung viele Fragen auf, die tiefgriindige Schwierigkei-
ten erkennen lassen: Wie kann man die Dichte p(0;|G) formulieren, wenn die zugrunde
liegende Verteilung G nicht feststeht? Wie ldsst sich {iberhaupt eine Priori-Dichte fiir
eine Verteilung angeben? Kapitel [ liefert hierfiir grundlegende Einsichten. Nichtsdesto-
trotz lasst sich angesichts dieser Problematik ein wenig iiberraschend festhalten: Durch
MCMC-Verfahren kénnen DP- bzw. DPM-Modelle geschétzt werden (vgl. Kapitel .
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4 Dirichlet-Prozesse

Das folgende Kapitel widmet sich der Theorie der Dirichlet-Prozesse. Diese gehen zuriick
auf Ferguson| (1973) und kommen in der Bayes-Inferenz dann zum FEinsatz, wenn eine
Priori-Annahme fiir eine unbekannte Verteilung gesucht wird. So werden sie, wie in Ab-
schnitt [3.3] vorgestellt, z.B. bei gemischten Modellen verwendet, wenn man sich hinsichtlich
der Verteilung der zufilligen Effekte nicht festlegen will. Sie kommen aber auch bei der
nonparametrischen Dichteschéitzung zur Anwendung. Da die Inferenz in gemischten Mo-
dellen durch die longitudinale Struktur und zahlreiche andere Parameter eine komplexere
Struktur als die Dichteschéitzung aufweist, soll die Idee der Dirichlet-Prozesse im Folgen-
den am Beispiel der Dichteschdtzung in ihren Grundziigen dargelegt werden, ehe sie in
Kapitel [6] auf gemischte Modelle iibertragen wird.

Die Ausgangslage bei der Dichteschitzung sei nun wie folgt gegeben: Die erhobenen Da-
ten yq, ..., y, folgen einer unbekannten Verteilung F', die eine Dichte f bzgl. eines die
Verteilung dominierenden Mafles besitzt:

ylF““"F  Vi=1,... n (4.1)

Ziel ist nun die Schétzung der Dichte f, die iiber ihre Verteilung F' identifiziert wird. W&hlt
man nun fiir ' eine Dirichlet-Prozess-Priori, F' ~ DP(«), so handelt es sich bei F' — dies
sei an dieser Stelle bereits vorweggenommen — um eine diskrete Verteilung. Dieser Fakt ist
in Zusammenhang mit der Dichteschitzung hinderlich. Ein anderer Weg, die Verteilung F’
zu schétzen, kann durch die Annahme erfolgen, dass sich F' als Mischung von Verteilungen
F(0;) interpretieren lisst. Es sind nun die 0.B.d.A. als univariat angenommenen Parameter

0; mit ¢ =1, ..., n, die einer génzlich unbekannten Verteilung namens G folgen:
y1|91 iQd F(Ql) Vi = 1, ey N, (4.2)
;|G "X G Vi=1,..., n (4.3)

Der Verteilungstyp der bedingten Verteilungen F'(6;) werde dabei auf eine bestimmte
stetige Verteilung festgelegt. Damit ist auch die marginale Verteilung F' stetig. Thre Dichte
ist geméfl des Mischungsansatzes wie folgt bestimmt:

Fl) = / £ (i16:)dG (6,).

Durch die Schéitzung der Parameter 61, ..., 0, wird nun automatisch die Verteilung F
bzw. die Dichte f geschiitzt. Die folgenden theoretischen Uberlegungen konzentrieren sich
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daher auf die unbekannten Parameter 61, ..., 6, und die unbekannte Verteilung G. Kapitel
bietet dann einen Uberblick, welche Inferenzmethoden hierfiir zur Verfiigung stehen.

Der Parameterraum der 61, ..., 6, werde im Folgenden mit © bezeichnet. G entspricht
nun einem Wahrscheinlichkeitsmafl auf dem Messraum (©, .A), wobei A eine zu © geeignete
o-Algebra darstellt. In seiner Rolle als unbekannter ,, Parameter® ist G aus bayesianischer
Perspektive selbst wiederum eine Zufallsgrofle — ein zufilliges Wahrscheinlichkeitsmafl —
und kann Werte innerhalb von &, der Menge aller Wahrscheinlichkeitsmafie auf (0, .4),
annehmen. Zusammen mit der o-Algebra C bildet (&, C) einen Messraum. C sei hierbei als
die von den Mengen {G : G(A) < r} mit A € © und r € [0, 1] erzeugte o-Algebra definiert
(vel. Sethuraman| (1994)). Uber ein Wahrscheinlichkeitsma$ v auf (&,C) lisst sich nun im
bayesianischen Sinne ein a priori Wissen iiber GG formulieren. Das a posteriori Wissen nach
Beobachtung der 61, ..., 6, wird durch das Wahrscheinlichkeitsmaf 1Y beschrieben.

In Anlehnung an Ferguson (1973) sind an die Priori-Verteilung v zwei Forderungen zu
stellen:

1. Der Trager von G sollte moglichst grof3 sein.

2. Bayes-Inferenz sollte entweder iiber eine analytisch zugéngliche Posteriori-Verteilung
oder iiber MCMC-Verfahren durchfiihrbar sein.

Die Dirichlet-Prozess-Prioris erfiillen beide Forderungen.

4.1 Definition des Dirichlet-Prozesses

Die Dirichlet-Prozesse basieren auf der Dirichlet-Verteilung. Daher soll zunéchst diese
definiert werden und ihre Eigenschaften, die in Zusammenhang mit den Dirichlet-Prozessen
wichtig sind, hervorgehoben werden. Die Dirichlet-Verteilung trifft eine Verteilungsaussage
fiir einen Vektor von Wahrscheinlichkeiten @ = (71, ..., mp)" aus dem (m — 1)-Simplex
S={m:0<m <1Vj=1,...,m; Y m =1}

Definition: Dirichlet-Verteilung

Ein Zufallsvektor 7 ist genau dann Dirichlet-verteilt mit dem Parametervektor
(a1y, ...y apy) fiir aj > 0, w ~ Dir(o, ..., ), wenn die Verteilung folgende Dichte
bzgl. des (m — 1)-dimensionalen Lebesgue-Mafles besitzt:

Dabei gilt m,, = 1 — Em:_ll j.
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4.1 Definition des Dirichlet-Prozesses

Die Dirichlet-Verteilung besitzt fiir die Dirichlet-Prozesse mitunter sehr wichtige Eigen-
schaften, die im Folgenden ohne Nachweis aufgefiihrt werden:

1. Fiir den Spezialfall m = 2 gilt fiir 7 := my:

m ~ Be(ai, az).

2. Aggregationseigenschaft:
(71, ooey T+ Tty ooy ) ~ Dir(an, ..., @ + g1, - oy Q).
3. Erwartungswert:
Q4
PO

4. Die Familie der Multinomialverteilungen ist zur Familie der Dirichlet-Verteilungen

E(m;) =

konjugiert.

Die ersten beiden Eigenschaften liefern eine Moglichkeit, wie man Realisationen fiir 7w aus
der Dirichlet-Verteilung simulieren kann: Durch die Aggregationseigenschaft kann eine
m-~dimensionale Dirichlet-Verteilung stets zu einer 2-dimensionalen zusammengefasst und
damit auf eine Betaverteilung gebracht werden, aus der leicht Zufallszahlen gezogen werden
konnen. So koénnen die Wahrscheinlichkeiten my, ..., 7, in folgender Weise sukzessive
simuliert werden:

Simulation der Dirichlet-Verteilung iiber Betaverteilungen:
1. Ziehe m; gemiB: m ~ Be(a1, Y o).
2. Firj=2,...,m—1:

(I) Ziehe V; gemiB: V; ~ Be(ay, 3 1% 4 ).

(IT) Setze m; = (1 — Z] %

3. Setze mp, =1 -1 L.

Diese Simulationsidee fiir Dirichlet-Verteilungen wird in Abschnitt auf Dirichlet-
Prozesse iibertragen werden. Abgesehen davon existiert noch ein weiteres leicht
zugangliches Simulationsprinzip basierend auf Gammaverteilungen:

Simulation der Dirichlet-Verteilung iiber Gammaverteilungen:

1. Ziehe Z; gemaB: Z; ind Ga(aj,1) firVji=1,..., m.

2. Setzeﬂj:%fﬁerzl,...,m.
=1
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Die folgenden Betrachtungen riicken die Frage nach der Priori-Verteilung fiir die unbe-
kannte Verteilung G wieder in den Vordergrund. Wire der Wertebereich © eine endliche
Menge © = {01, ..., 0.}, so liee sich die Dirichlet-Verteilung als Priori-Verteilung fiir die
unbekannte Verteilung G verwenden: Uber die Parameter aj fiir j =1, ..., m kann man
sein personliches Vorwissen iiber die Gréfie der einzelnen Wahrscheinlichkeiten m; = P(6;)
ausdriicken. H&lt man beispielsweise tendenziell groere Werten von © fiir wahrscheinli-
cher als kleinere Werte, so bietet es an, deren Parameter a; in der Dirichlet-Verteilung
entsprechend hoher zu wéhlen. Abbildung zeigt z.B. eine Realisation einer Dirichlet-
Verteilung Dir(1,2,3,4,5,6,7,8).

0.4

0.3

0.1

Abbildung 4.1: Realisation der Dirichlet-Verteilung Dir(1,2,3,4,5,6,7,8)

Ein Dirichlet-Prozess stellt nun auf der einen Seite eine Erweiterung der Dirichlet-
Verteilung dar, indem © einen beliebigen messbaren Raum bilden kann. Auf der ande-
ren Seite basiert ein Dirichlet-Prozess in dem Sinne auf der Dirichlet-Verteilung, dass der
beliebige messbare Raum © durch die Vergréoberung in eine endliche messbare Partition
{A:, ..., Ay}, also in messbare und disjunkte Mengen A; mit U;nzl A; = O, wieder auf
den endlichen Fall reduziert wird.

Die Definition des Dirichlet-Prozesses, die auf Ferguson| (1973) zuriickgeht, lautet nun wie
folgt:
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Definition: Dirichlet-Prozess

Gegeben sei ein beliebiger messbarer Raum © mit der zugehdrigen o-Algebra A. Sei «
ein finites, von 0 verschiedenes Maf auf dem Messraum (O, .A).

Dann gilt:

G ist genau dann ein durch die Mengen A; indizierter Dirichlet-Prozess auf (©,.4) mit
Parameter o, G ~ DP(«), wenn fiir jede endliche messbare Partition {A1, ..., 4}
von O gilt: Der Zufallsvektor (G(A1), ..., G(A;,)) besitzt eine Dirichlet-Verteilung mit
Parameter (a(A1), ..., a(An)).

Ein Dirichlet-Prozess auf (0,.4) bildet folglich einen stochastischen Prozess mit Para-

meterraum A und Zustandsraum [0, 1].

Ein Dirichlet-Prozess wird also durch das Mafl o bestimmt: Fiir jedes feste « gibt es einen
Dirichlet-Prozess. Die Zufilligkeit dieses stochastischen Prozesses liegt in der Zuféalligkeit
der Dirichlet-Verteilung mit Parameter (a(A;), ..., a(A;,))". Das einmalige Ziehen aus
dieser Verteilung zu gegebener Partition und gegebenem « liefert eine Realisation des
Dirichlet-Prozesses.

0.5

0.4

0.3
|

9(6)

0.2
|

0.1

0.0

A A A Ay As As A A

Abbildung 4.2: Realisation von G ~ DP(«), wobei a jeder Menge A; den Wert 1 zuweist

Beispiel:
Der Parameterraum © werde in eine Partition {Aj, ..., Ag} unterteilt. Das Mafl « sei so
bestimmt, dass es jeder dieser als messbar vorausgesetzten Mengen A; fiir j = 1, ..., 8

unabhéngig ihrer Grole den Wert 1 zuweist. Die Dirichlet-Verteilung in der Definition des
Dirichlet-Prozesses lautet demnach: Dir(1,1,1,1,1,1,1,1). Eine Realisation von G bzw.
der entsprechenden Dichte g lasst sich der Abbildung entnehmen.
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4 Dirichlet-Prozesse

4.2 Eigenschaften des Dirichlet-Prozesses

Der folgende Abschnitt dient dem Zweck, den Dirichlet-Prozess anhand seiner wichtigsten
Eigenschaften zu veranschaulichen (vgl. Sethuraman| (1994)). Die Haupteigenschaft kniipft
an die urspriingliche Fragestellung an: Auf welche Weise kann ein a priori Wissen v {iber
eine unbekannte Verteilung G formuliert werden? Wie bereits mehrfach angedeutet kann
ein Dirichlet-Prozess hierfiir als Priori-Verteilung fungieren. Dies ist moglich, da folgende
Grundvoraussetzung erfiillt ist:

1. Haupteigenschaft des Dirichlet-Prozesses

Der Dirichlet-Prozess DP(«) ist ein Wahrscheinlichkeitsmafl auf (&,C).

Ein Nachweis dieser Aussage erfolgt in Abschnitt

Konkret wird das Vorwissen durch das Mafi « bzw. durch den bei gegebener Partition
festgelegten Parametervektor (a(Ay), ..., a(A;,)) formuliert. Bei dem Mafl « handelt es
sich geméaf Definition um ein finites Maf}, d.h. o(©) < co. Es ist also auf eine reelle Zahl
ap := a(©) normiert. Daher ldsst sich das Maf§ o auch stets als Produkt der Zahl ap und
des entsprechenden, auf 1 normierten Wahrscheinlichkeitsmafles Gp = a/a(O) darstellen:
a = agGo. Zwischen G und Gy besteht nun folgender im Anhang nachgewiesener
Zusammenhang:

Dieser Sachverhalt sagt aus, dass sich die Verteilung G' im Mittel um G konzentriert. Dies
ermdoglicht nun eine inhaltlich schoén interpretierbare Priori-Annahme: G entspricht der
Vermutung, die der Anwender fiir G ansetzt, und o einem Parameter, der ausdriickt, in
welchem Mafle der Anwender seiner Vermutung vertraut. Anders formuliert: o steuert,
wie stark sich G um Gq konzentriert. Man bezeichnet die Parameter daher auch wie folgt:

Gy Basisverteilung
ag > 0 Prézisionsparameter

Abbildung illustriert Realisationen von G mit G ~ DP(agGy) fiir unterschiedliche

Prazisionsparameter.
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4.2 Figenschaften des Dirichlet-Prozesses
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Abbildung 4.3: Realisation von G ~ DP(apGo) mit Gy = N(0;1), deren Dichte in roter
Farbe dargestellt ist

Mit der Datengrundlage und dem Mischungsansatz gemifi (4.2) und (4.3) ergibt sich

nun, wenn man als Priori-Annahme fiir G einen Dirichlet-Prozess annimmt, das bereits in
Abschnitt [3.3] vorgestellte Dirichlet-Prozess-Mischungs-Modell:

Dirichlet-Prozess-Mischungs-Modell (DPM-Modell):

;|G K @ Vi=1,.... n,
G ~ DP(OéoGo).

Verzichtet man wie in (4.1]) auf den Mischungsansatz und wéhlt fiir F' den Dirichlet-Prozess
als Priori-Verteilung, so liegt ein Dirichlet-Prozess-Modell vor:

Dirichlet-Prozess-Modell (DP-Modell):

Vi=1,...,n,
F ~ DP(ayGy).

Die Dirichlet-Prozesse sind des Weiteren durch folgende charakteristische Eigenschaft ge-
pragt:
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4 Dirichlet-Prozesse

2. Haupteigenschaft des Dirichlet-Prozesses

Fiir die Menge der diskreten Verteilungen &gispret C & gilt: DP(a9Go)(Sgiskret) = 1,
d.h. jede Realisation von G ist eine diskrete Verteilung.

Ein Nachweis dieser Aussage erfolgt ebenfalls in Abschnitt [£.3]

Die diskrete Natur der Verteilung G fiihrt beziiglich 0;|G Gt i o= 1, ..., n dazu,
dass verschiedene Individuen ¢ # " dasselbe ;; = 6;» annehmen koénnen und somit ei-
nem gemeinsamen Cluster angehoren. Diese Cluster-Eigenschaft ist ein zentrales Merkmal
der Dirichlet-Prozesse. Sie lédsst sich wie folgt konkretisieren: Allgemein liegen bei n In-

dividuen k < n Cluster vor. Seien nun cy, ..., ¢, Variablen, die die Clusterzugehorigkeit
jedes Individuums angeben, und seien ¢y, ..., ¢ die Clusterlokationen mit 6; = ¢,,. Die
Information der 61, ..., 8, ist folglich mit der Information von ¢y, ..., ¢, und ¢1, ..., ¢k

dquivalent. Dieser Sachverhalt wird sich bei der Konstruktion von Algorithmen als niitzlich
erweisen.

Die dritte Eigenschaft stellt einen Zusammenhang zwischen der Priori-Verteilung fiir G
namens v und der Posteriori-Verteilung ¥ bei gegebenen Daten 61, ..., 6, her.

3. Haupteigenschaft des Dirichlet-Prozesses

Die Familie der Verteilungen DP(aoGy) stellt eine zu 0;|G “a , t=1, ..., nkonjugierte
Verteilungsfamilie dar. Konkret gilt:

Gegeben sei ein Verteilungsmodell
AleleSie Vi=1,....n

mit der Priori-Annahme
G ~ DP(apGy).

Dann gilt fiir die Posteriori-Verteilung:

1 - (&%)
Glo,...,0,~DP , 0o, Go | .
|61, , Un <ag—|—n n—i—a(); 92+n+a0 0>

Ein Nachweis dieser Aussage erfolgt im Anhang Die Posteriori-Verteilung ist dem-

nach ein gewichtetes Mittel der empirischen Verteilung der {61, ..., 6,} und der Priori-
Verteilung Gg. Deren Gewicht ni?lo konvergiert fiir n — oo gegen 0, so dass der Einfluss

der Priori-Annahme fiir steigenden Stichprobenumfang immer kleiner wird.
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4.3 Stick-Breaking

4.3 Stick-Breaking

4.3.1 Stick-Breaking-Reprasentation des Dirichlet-Prozesses

Ebenso wie ein Dirichlet-verteilter Vektor von Wahrscheinlichkeiten simuliert werden kann
(vgl. Abschnitt , gibt es auch eine — zunichst theoretische — Mdoglichkeit eine Ver-
teilung zu konstruieren, deren Verteilung einem Dirichlet-Prozess entspricht. Diese sog.
»Stick-Breaking“-Konstruktion sieht geméf Sethuraman| (1994) folgende Darstellung fiir
ein Wahrscheinlichkeitsmafl G ~ DP(aGp) vor:

G=) g, (4.4)
h=1

o oy, %Gy VheN,

o Vi "% Be(l,a0)  VheEN,

Dabei ist ¢ = (¢1, @2, ...) von V = (V4, Vs, ...) und damit auch von = = (7, ma, ...)’
unabhéngig.

Das Wahrscheinlichkeitsmafl G liasst sich also als eine unendliche Mischung von Einpunkt-
Verteilungen darstellen. [Sethuraman| (1994) liefert den Nachweis, dass die Verteilung von
G tatséchlich dem Wahrscheinlichkeitsma3 DP(agGy) entspricht. Der Name dieses Kon-
struktionsprinzips folgt aus der rekursiven Definition der Gewichte. Wegen

N N-1 N N

[[a-w=J]0-W)-mv=.=0-W) =) m=1-> m, (4.5)

h=1 h=1 h=2 h=1

erkennt man u.a.:

= ‘/la
my = Vo(l—my),
T3 = va(l—ﬂl—ﬂ'z),

Von einem ,,Stab“ der Lange 1 wird also sukzessive immer wieder ein Stiick , weggebro-
chen* und entfernt. Hierbei fillt auf, dass die Gewichte in ganz #hnlicher Weise wie die
Wahrscheinlichkeiten bei der Dirichlet-Verteilung simuliert werden. Abbildung visua-
lisiert exemplarisch die Stick-Breaking-Prozedur.
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4 Dirichlet-Prozesse
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Abbildung 4.4: Visualisierung der Stick-Breaking-Prozedur

Die Vorteile der Stick-Breaking-Repriasentation sind durchaus vielschichtig. Zunéchst
konnen aus ihr die Haupteigenschaften 1 und 2 des Dirichlet-Prozesses leicht abgelei-
tet werden: Aus der Umformung folgt, dass SN 7, = 1 — [0, (1 — V) — 1
fir N — oo mit Wahrscheinlichkeit 1. Daher ist G als eine gewichtete Summe von
Wahrscheinlichkeitsmaflen, deren Gewichte sich zu 1 addieren, selbst wiederum ein Wahr-
scheinlichkeitsmaf}: G € &. Genauer gesagt ist G eine messbare Abbildung von (0, .A)
nach (&,C), womit die erste Haupteigenschaft bewiesen ist. Die zweite Haupteigenschaft
folgt aus der Abzihlbarkeit der Summe.

Dariiber hinaus offeriert die Stick-Breaking-Konstruktion eine Moglichkeit ein durch einen
Dirichlet-Prozess bestimmtes Wahrscheinlichkeitsmafli G zu simulieren. Die unendliche
Summation, wie es (4.4]) vorsieht, stellt dabei fiir die Praxis ein Problem dar. [Muliere
& Tardella (1998) schlagen deshalb eine gestutzte Form der Stick-Breaking-Konstruktion
vor:

N
Gy = Z Th Oy, » (4.6)
h=1

o ¢n %Gy Vhell,... N},

o Vi, "% Be(l,a0) Vhe{l,...,N—1},
VN =1,

Auch hier ist ¢ = (¢1, ..., ¢n) unabhiingig von V. = (V, ..., Vy) bzw. ® =
(71, ooy )
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4.3 Stick-Breaking

Es gibt jedoch auch Verfahren, die die Trunkierung vermeiden (vgl. [Walker| (2007) und
Papaspiliopoulos & Roberts| (2008))). Nichtsdestotrotz zeichnet sich die gestutzte Form der
Stick-Breaking-Konstruktion durch ihre Einfachheit und durch folgende Rechtfertigung
aus: [shwaran & James| (2001)) weisen ndmlich nach, dass selbst bei grofien Stichproben-
umfingen bereits eine Trunkierung von N = 150 zu einer guten Approximation von G
fithrt. Dies liegt daran, dass die Gewichte 7, mit steigendem h stochastisch kleiner werden.
So gilt:

E< 5 Wh>:E<1_éﬁh>:E<ﬂ<1_vh>):ﬁm_vh):

h=N+1 h=1

o s =11 (%) - (af_l)NNl” 0

4.3.2 Stick-Breaking-Prioris

In der Darstellung eines Dirichlet-Prozesses als gewichtete Summe von Einpunktvertei-
lungen liegt auch eine Moglichkeit zur Verallgemeinerung des Dirichlet-Prozesses, die auf
Ishwaran & James| (2001) zuriick geht: Ein zufilliges Wahrscheinlichkeitsmafl G werde als
Stick-Breaking-Priori, G ~ P(a,b), bezeichnet, wenn es folgende Form aufweist:

G=) s,
h=1

o oM qy  VheN,

o Vi, ™ Be(an,bp)  VheN,

Dabei ist ¢ = (¢1, ¢a, ...) von V = (Vi, Vi, ...) und damit auch von w = (71, 7o, ...)’
unabhingig. Fiir a = (a1, a2, ...) und b = (by,be, ...) gilt: ap, by > 0Vh € IN.

Stick-Breaking-Prioris umfassen u.a. folgende Spezialfille:

1. Dirichlet-Prozess:

ap, =1 Vh € N,
b, = g Vh € IN.
2. Beta-Zwei-Parameter-Prozess:

ap = a Vh € N,
b, =10 Vh € IN.
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4 Dirichlet-Prozesse

3. Pitman-Yor-Prozess (Zwei-Parameter Poisson-Dirichlet-Prozess):

apb=1—a Vh € N,
b, =b+ha Vh € N,

mit 0 <a < 1und b > —a.

Analog zum trunkierten Dirichlet-Prozess lautet die gestutzte Form der Stick-Breaking-
Priori, Gy ~ Pn(a,b):

N
Gy =) 04, (4.7)
h=1

o ¢p %Gy Vhe{l, ... N},

o Vi, ™ Be(an,bp)  Vhe{l,...,N—1},
VN = 17

Auch hier ist ¢ = (¢1, ..., ¢n) unabhingig von V. = (Vi,..., Vy) bzw. w =
(m1, .., N

Allgemein fiihrt die Trunkierung der Stick-Breaking-Priori zu endlich dimensionalen und
damit gut handhabbaren Parametervektoren ¢ = (¢1, ..., ¢n), V = (V4, ..., Vn) und
w = (71, ..., wy)". Fir den gemif konstruierten Vektor 7 fithrt die Endlichkeit
auflerdem dazu, dass 7 der verallgemeinerten Dirichlet-Verteilung folgt:

Definition: verallgemeinerte Dirichlet-Verteilung

Gegeben seien Parameter a = (aj, ..., ay—1) und b = (by, ..., by—1)" mit ap, by >
0 Vh =1,..., N — 1. Der Zufallsvektor 7 ist genau dann verallgemeinert Dirichlet-
verteilt, @ ~ GD(a,b), wenn die Verteilung folgende Dichte bzgl. des (N — 1)-
dimensionalen Lebesgue-Mafles besitzt:

bN 1—1 N—1 N bp—1—(an+bp)
fm) = T~ 1<Zm> Is().

Dabei gilt w1y =1 — Zh | Th-

Der Vorteil diese Zusammenhangs liegt vor allem darin, dass er — ungeachtet der
uniibersichtlichen Form der Dichte — eine kompakte Schreibweise der Verteilung von
7 ermoglicht. Im Spezialfall eines Dirichlet-Prozesses lautet diese w ~ GD(1,1cyp) mit

I

1=(1,,...,1).
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4.4 Pélyas Urne

Nach diesem FExkurs {iber Stick-Breaking-Prioris werden im Folgenden lediglich die
Dirichlet-Prozesse betrachtet werden.

4.4 Pdlyas Urne

Ein Dirichlet-Prozess lidsst sich auch als Grenzverteilung eines erweiterten Pélya-Urnen-
Modells betrachten (vgl. Blackwell & MacQueen| (1973)). Pélyas Urnenmodell liegt die
Idee zugrunde, dass in mehreren Schritten aus einer Urne mit endlich vielen, farbigen
Kugeln gezogen wird. In jedem Schritt wird eine Kugel gezogen und anschlieflend diese
Kugel und eine weitere Kugel derselben Farbe in die Urne gelegt. Dieses Schema lasst sich
dahingehend erweitern, dass die Urne ein stetiges Farbspektrum mit iiberabzéhlbar vielen
Kugeln enthélt.

Formal l&sst sich diese Prozedur durch eine Pélya-Folge beschreiben. Die Menge der Kugeln
sei hierbei mit © bezeichnet.

Definition: Pdélya-Folge

Sei O ein polnischer Raum, d.h. ein vollstdndiger, separabler metrischer Raum. Das Maf}
a = apGy auf (©,.A) beschreibt die Anfangsverteilung auf ©. Die Folge von Zufallsva-
riablen (0,,)pen mit 6, € O heifit genau dann Pdélya-Folge mit Parameter a bzw. agGo,
wenn fiir jede Menge A € A gilt:

(a) P(61 € A) = 25} = Go(A),

a(A)+3052100,(A) _ a0Go(A)+305, do, (A)

(b) P(Bns1 € Alfs, -, ) = SErrirsics et

In der Definition der Pélya-Folge liasst sich Pélyas Urnenmodell, also der Spezialfall einer
Urne mit endlichen vielen Kugeln, wiederfinden, wenn man fiir das Mafl o das Zahlmafl
ansetzt.

Blackwell & MacQueen| (1973) brachten Pélya-Folge und Dirichlet-Prozess miteinander in
Verbindung. Dieser im weiteren Verlauf aufgefithrte Zusammenhang erfidhrt dadurch eine
Einschrénkung, dass man bei einer Pdlya-Folge auf einen polnischen Raum beschrinkt ist,
wéihrend die Definition des Dirichlet-Prozesses einen beliebigen messbaren Raum zulésst.
Gleichwohl ist diese Finschrinkung eher theoretischer Natur und in der Praxis ohne Be-
deutung. Der Zusammenhang lautet nun wie folgt:
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4 Dirichlet-Prozesse

Eine Pélya-Folge mit Parameter agGq besitzt fiir n — oo eine (diskrete) stationére Ver-
teilung G, fiir die gilt:

1. G ~ DP(apGo),

zzd

2. 0,|G %" G ¥neN.

Ebenfalls lasst sich zeigen, dass von 1. und 2. ausgehend eine Pdlya-Folge mit Parameter
apGy resultiert: Da G das a priori Wissen iiber 6 beschreibt, folgt (a) unmittelbar. Der
Nachweis von (b) lisst sich durch folgende Marginalsierung erreichen:
P(Ony1 € Alby, ..., 0,) = /P(GnH € A, Gloy, ..., 0,)dG
= /P(0n+1 € A|G,0q, ..., 0,) f(G|O1, ..., 0,) dG

_ /p(9n+1 € A|G) F(Gl6y, ..., 0,) dG

/G F(Gl6y, ..., 0,) dG
(A)|61, ..., 0,)

= ——— (Z 59 + OéoGo(A)> .

=1

Hier wird die Bedeutung des Zusammenhangs zwischen Dirichlet-Prozess und Pélyas Urne
deutlich: Uber die Urnendarstellung lisst sich die pridiktive Verteilung gewinnen:

977/ 97"’7 n ™~ 4
+1]61 n+aoz 0; +a0 Go. (4.8)

Dies beinhaltet eine Moglichkeit, wie man Realisierungen aus G erhalten kann. Die Simu-

lationsidee fiir 6,11 bei gegebenen 61, ..., 6, sieht also so aus, dass mit Wahrscheinlichkeit

n
n+ag n+a

aus Gy gezogen wird. Das ,,Herausmarginalisieren“ von G hat also folgende Konsequenz:

aus der empirischen Verteilung der {61, ..., 6,} und mit Wahrscheinlichkeit

Es konnen Realisationen aus aber nicht von G simuliert werden. Dieser Sachverhalt wird
fiir die Konstruktion von Gibbs-Sampling-Algorithmen, wie sie in Abschnitt erlautert
werden, von zentraler Bedeutung sein.

Aufgrund der Clustereigenschaft des Dirichlet-Prozesses konnen bei den einzelnen
01, ..., 6, durchaus dieselben Werte auftreten (vgl. Abschnitt . Die pradiktive Ver-

teilung kann daher auch iiber die Clusterlokationen ¢1, ..., ¢ mit 0; = ¢., ausgedriickt
werden:
1 b o
ey B~ B 0 Go. 4.9
¢Cn+1|¢1 o n+ ao ;nc b T "+ g 0 ( )
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4.4 Pélyas Urne

Dabei bezeichnet n. die Haufigkeit der Elemente in Cluster c. Dieses Simulationsprin-
zip nennt man auch ,,Chinese-Restaurant“-Prozess. Der Name erklért sich, wenn man in
die Clusterlokationen mit Tischen eines Restaurants assoziiert. An jedem der Tische
konnen beliebig viele Personen Platz nehmen. Die in chinesischen Restaurants oft vorzufin-
denden runden Tischen dienen hierfiir zur Veranschaulichung. Der erste Gast des Abends
findet ein leeres Lokal vor und wahlt zufillig einen Tisch aus. Dieser sei mit ¢ bezeich-
net. Wenn nun zu einem fortgeschrittenen Zeitpunkt k& Tische des Restaurants durch n
Géste besetzt sind, steht der (n+ 1)-te Gast vor der Wahl, sich zu anderen an einen Tisch
mit dazu zu setzen oder einen freien Tisch zu wihlen. Geméaf wéhlt er den Tisch ¢
&Q

mit Wahrscheinlichkeit nﬁ‘& S und den néchstgelegenen freien Tisch k 4 1 mit . (vgl.

Abbildung . Stellt man sich nun ganz analog zum erweiterten Pélya-Urnenmodell ein

Restaurant mit iiberabzéhlbar vielen Tischen vor, dann entspricht der Chinese-Restaurant-
Prozess einer Pélya-Folge mit der Grenzverteilung G ~ DP(apGyp). Das Verwenden des
Clusterprinzips, wie es der Chinese-Restaurant-Prozess vollzieht, kann die Effizienz von
Algorithmen zur Schiitzung von 61, ..., 6, deutlich erhdhen (vgl. Abschnitt [5.1)).

0
95. . 011 .13

0, 85
| | | |
914 - @. es
| |

Abbildung 4.5: Veranschaulichung des ,,Chinese-Restaurant“-Prozesses
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5 MCMC-Verfahren bei Dirichlet-Prozessen

Wihrend in Kapitel[d] der theoretische Hintergrund der Dirichlet-Prozesse dargelegt wurde,
widmet sich dieses Kapitel der Schéitzung eines DPM-Modells, wie es dort vorgestellt
wurde.

;|G " G Vi=1,...,n, (5.1)

G ~ DP(aoGU).

Dabei werden die Basisverteilung Gy, der Verteilungstyp von F(6;) sowie die Daten
y = (y1, ..., yn)' als gegeben betrachtet. Auch der Prizisionsparameter g sei zunichst
bekannt. Wenn man nun analog zu Kapitel 4| die Dichte f bzw. die entsprechende Vertei-
lung F' schitzen will, ist es erforderlich, die Parameter 61, ..., 8, zu bestimmen. Deren
Schitzung ist das erklarte Ziel dieses Kapitels. Sie werden als reellwertig angenommen, so
dass der dem Dirichlet-Prozess zugrunde liegende Messraum durch (0,.4) = (R, B) be-
stimmt ist. Da R ein polnischer Raum ist, kann der Zusammenhang des Dirichlet-Prozesses
zur Pélya-Folge hergestellt werden (vgl. Abschnitt [4.4)).

Wie bereits in Abschnitt angedeutet, ist man bei der Schétzung von 6y, ..., 6, mit
einem grundlegenden Problem konfrontiert: Wie ist die unbekannte Verteilung G zu hand-
haben? Schlieflich handelt es sich bei G nicht um einen reellwertigen Parameter, sondern
um eine Verteilung. Es haben sich zwei Wege entwickelt, wie man diesem Schétzproblem
begegnen kann. Der eine Weg basiert auf Pdlyas Urne. Dort entledigt man sich durch ein
,Herausmarginalisieren“ von GG des Problems einer unbekannten Verteilung. Dieses Kon-
zept wird daher auch als marginale Methode bezeichnet (vgl. Abschnitt . Der zweite
Weg greift die Stick-Breaking-Reprisentation wieder auf. In ihrer gestutzten Form wird
die Verteilung G, die fiir hinreichend grofie N als gute Approximation von G aufgefasst
werden kann, in eine parametrische Darstellung gebracht. Es liegen damit ausschliellich
reellwertige, zwar entsprechend hochdimensionale Parameter vor, die durch iibliche bayes-
ianische Inferenzmethoden geschétzt werden kénnen. Da hierbei G nicht herausmarginali-
siert, sondern die bedingte Struktur beibehalten wird, heifit dieser Weg auch die bedingte
Methode (vgl. Abschnitt . Beide Wege verwenden, da die Posteriori-Verteilungen nicht
in geschlossener Form darstellbar sind, MCMC-Verfahren. Konkret handelt es sich bei
den in den Abschnitten und vorgestellten Algorithmen stets um Gibbs-Sampler. In
Abschnitt sollen schliefllich deren Charakteristika gegeniiber gestellt und mit Erweite-
rungsmoglichkeiten ergéinzt werden.
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5 MCMC-Verfahren bei Dirichlet-Prozessen

5.1 Gibbs-Sampling basierend auf Pdlyas Urne

Der folgende Abschnitt beschreibt und vergleicht fiinf Algorithmen, die innerhalb des
marginalen Konzepts eine zentrale Rolle spielen. Die Ausfithrungen orientieren sich dabei
an der guten Zusammenstellung in Neal (2000) und an der jeweiligen Primérliteratur.

5.1.1 Algorithmus nach Escobar (1994)

Escobar| (1994) entwickelte den ersten MCMC-Algorithmus fiir Dirichlet-Prozesse. Diese
Methode stellt ein Gibbs-Sampling-Verfahren dar, bei dem die 64, ..., 6, komponentenwei-
se aufdatiert werden. Die Vorschlagsdichte fiir 6; ist gemé&f durch folgende vollstéandig
bedingte Dichte bestimmt:

p(0:10—i,y) oc f(vil6:) p(0il0—i).

Wihrend die Likelihood f(y;|0;) als Funktion von 6; von vornherein gegeben ist, kann die
Verteilung von 6;|6_; iiber die Gleichung |D hergeleitet werden: Da wegen 6;|G ESUNE
die 0; vertauschbar sind, darf die Beobachtung i, fiir die ein Aufdatieren erfolgen soll, stets

als die ,letzte“ der n Beobachtungen aufgefasst werden:

1 (&%)
91‘9_2 ~ m ;693' + mGQ (5.2)
i

Dabei gilt 0_; = {01, ey Hn} \ 0;.

Man bezieht sich hier also auf die Verbindung des Dirichlet-Prozesses zu Pélyas Urne und
der daraus resultierenden pradiktiven Verteilung . Zu deren Herleitung wurde iiber die
unbekannte Verteilung G integriert. Durch dieses ,Herausmarginalisieren“ von G wurde
das bei der Modellschatzung auftretende Problem, dass mit 61, ..., 8,, Werte geschétzt
werden sollen, die einer unbekannten Verteilung folgen, auf elegante Weise gelost.

Die Struktur von Gleichung (5.2) lisst sich auf folgende Weise abstrahieren:

0il0_i ~ > qij 69, +7: Q (5.3)
J#
mit
Q = G0>
o 1
%ij = n=i+ao’
T = n—??i-ao'

Dabei entspricht r; der Wahrscheinlichkeit, dass 6; einen Wert annimmt, der sich von
denen aller anderen Individuen unterscheidet. In diesem Fall kann 6; jeden Wert des Para-
meterraums © annehmen. Die Wahrscheinlichkeit hierfiir lautet zun#chst nach dem Satz
von der totalen Wahrscheinlichkeit [ dGo(6;), wird jedoch durch die aus der Pélya-Urnen-

Représentation resultierenden Gewichtung zu: r; = n_?iao [ dGo(6;) = n_(i‘iao. Unter g;;
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5.1 Gibbs-Sampling basierend auf Pélyas Urne

versteht man die Wahrscheinlichkeit, dass die Person i denselben #-Wert wie die Person j
annimmt. Diese ist hier unabhéngig von j.

Unter Beriicksichtigung der beobachteten Daten bleibt die Struktur erhalten. Die Gewich-
te dndern sich dahingehend, dass fiir ¢;; die Plausibilitdt von ¢; unter der Beobachtung
y; einbezogen werden muss ebenso wie fiir r; die Likelihood f(y;|0;) in den Satz der to-
talen Wahrscheinlichkeit eingeht. In der Verteilung () wird dem durch die Beobachtung
gewonnenen Wissen Rechnung getragen. Der Algorithmus lautet demnach:

Algorithmus 1:

Die Markov-Kette befinde sich im Zustand 8 = (64, ..., 6,)’.
(I) Firi=1, ..., n:

- Entferne 6;.

- Ziehe neuen Wert fiir 6; geméf:
0;10_i,y; ~ Zqz‘j g, +1i Q
J#i
mit
Q= H;,
gij = b m T (wil6;),
ri = b o=1tas S f(yil0i) dGo(6;).

Dabei ist H; die a posteriori mit der Likelihood f(y;|6;) und der Priori-Verteilung Gy,
wahrend b hier sowie im Folgenden eine Proportionalititskonstante darstellt, so dass gilt:
Zj# ¢ij+mi = 1. Auch wenn sich der Faktor n711+a0
einziehen liele, so soll er zur besseren Vergleichbarkeit mit anderen Algorithmen weiterhin

in die Proportionalitdtskonstante hin-

aufgefiihrt werden.

Der Algorithmus erfordert zum einen die Berechnung des Integrals [ f(y;|6;) dGo(6;) und
zum anderen das Ziehen von Zufallszahlen aus H;. Im Falle der Konjugiertheit der Li-
kelihood f(y;|0;) zur a priori Gy kann das Integral analytisch bestimmt werden und das
Ziehen von Zufallszahlen aus H; stellt kein Problem dar. Ohne Konjugiertheit sind zur
Berechnung des Integrals meist rechenintensive, numerische Verfahren notwendig (vgl.
MacEachern & Miiller (1998)). Auch das Ziehen von Zufallszahlen aus H; ist dann i.d.R.
schwierig.

Der Algorithmus wird in [Escobar| (1994) mit F(6;) = N(6;,1) und in Escobar & West
(1995) mit F(6; = (ui,0?)) = N(p,0?) verwendet. Er konvergiert allerdings sehr langsam
zur Posteriori-Verteilung, da ein separates Aufdatieren fiir die Individuen, wie es der Al-
gorithmus vollzieht, wegen der Clustereigenschaft der 6; ineffizient ist (vgl. Neal (2000)).
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5 MCMC-Verfahren bei Dirichlet-Prozessen

Bilden einige Individuen einen Cluster, geht beim Aufdatieren eines Individuums aus die-
sem Cluster die Tendenz dahin, dass wieder der Wert dieses Clusters angenommen wird.
Anderungen von Clusterlokationen ereignen sich selten.

5.1.2 Algorithmus nach West, Miiller und Escobar (1994) und Bush und
MacEachern (1996)

Eine wesentlich hohere Konvergenzgeschwindigkeit lésst sich erzielen, wenn fiir alle Indivi-
duen eines Clusters gleichzeitig ein Update erfolgt, also wenn die Stellen der Cluster statt
die der Individuen aufdatiert werden. Gleichung lautet demnach mit Summation
iiber die Cluster statt iiber die Individuen:

k—;
0i10_; ~ > a5 0g, +1i Q (5.4)
c=1
mit
Q = Go,
* n—i,c
Qe = n—1+aq’
T = n—??i-ao'

Dabei steht k_; fiir die Anzahl der Cluster und n_; . fiir die Anzahl der Individuen im
Cluster ¢ — jeweils ohne Individuum :. ¢, entspricht der Wahrscheinlichkeit, dass die
Person ¢ in den Cluster c féllt, wihrend r; weiterhin fiir die Wahrscheinlichkeit steht, dass
i einen neuen Cluster bildet.

Werden nun die beobachteten Daten mit einbezogen, so &ndern sich die Gewichte ¢, und
r; analog zu Algorithmus 1 zu:

gl = b 2 Flyileo),
Ty = b #SMO ff(yl‘(bcz) dG0(¢Cz)

Jeder Iterationsschritt besteht nun aus zwei Stufen. In der ersten Stufe wird anhand ¢,

bzw. r; bestimmt, welche Person zu welchem Cluster gehort. In der zweiten Stufe werden
die Clusterlokationen erneuert.

Algorithmus 2:

Die Markov-Kette befinde sich im Zustand ¢ = (c1,...,¢,) und ¢ = (¢, : ¢ €

{Cl, ey Cn})
(I) Firi=1,...,n:

- Entferne c;.

- Falls n_; ., = 0, entferne ¢,.
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- Ziehe neuen Wert fiir ¢; gemas:

Ple;=cle i yis 8) = b 22555 flyiloe)  falls 3j A mit ¢ =,
P(Ci # Cj, VJ 7é i | C—i5 Yi, ¢) =b ?’L*?iao ff(yl|¢cz) dGO(d)Cz)

- Falls n., = 1, ziehe Wert fiir ¢, aus H;.
(II) Fir alle c € (¢, ..., cp):

- Ziehe neuen Wert fiir ¢. aus H..

Dabei entspricht H. der Posteriori, deren Dichte sich wie folgt darstellt:

P(¢c\yi 6= C) X (Hi:cizc f(yz‘(bc)) 90<¢c)-

Wie im Algorithmus 1 ist auch hier die Berechnung des Integrals [ f(yi|¢c,) dGo(¢e,)
und das Ziehen von Zufallszahlen aus H; sowie zuséatzlich aus H. notwendig. Im Falle der
Konjugiertheit sind all diese Berechnungen durchfiihrbar.

Bush & MacEachern| (1996|) gebrauchen diese Form des Aufdatierens mit dem Unter-
schied, dass dort statt des Schritts (I) der Algorithmus 1 verwendet wird, wobei von den
simulierten -Werten nur die Clusterstruktur interessiert. West, Miiller & Escobar| (1994)
verwenden exakt den Algorithmus 2 fiir F(6; = (u;,%;)") = N (X, X;) mit einer hier-
zu konjugierten Normal- bzw. inversen Wishartverteilung fiir die Basisverteilung Gy. Sie
erweitern diesen Ansatz zudem fiir den nichtkonjugierten Fall. Dies macht es notwendig
in Schritt (II) die clusterspezifischen p; und ¥; abwechselnd und wechselseitig aufein-
ander bedingt aufzudatieren. Auflerdem wird vorgeschlagen, das Integral durch numeri-
sche Quadratur oder durch Monte-Carlo-Integration zu berechnen. Diese Approximation
fithrt allerdings zu leicht verfilschten Ubergangswahrscheinlichkeiten. Die auf diese Wei-
se konstruierte Markov-Kette besitzt deshalb eine nur approximativ mit der Posteriori
iibereinstimmende stationére Verteilung (vgl. [MacEachern & Miiller| (1998)).

5.1.3 Algorithmus nach MacEachern (1994)

Im Algorithmus 2 bedingen sich beide Stufen gegenseitig. Von dieser gegenseitigen
Abhéngigkeit kann man sich 16sen, indem man in den Vorschlagwahrscheinlichkeiten von
Stufe (I) iiber die Clusterlokationen integriert. So kann die Clusterstruktur unabhéngig von
den Clusterlokationen iterativ bestimmt werden. Liegt jene vor, kann bei der Schéitzung
der Clusterlokationen auf iterative Verfahren verzichtet werden. Unter Annahme der
Konjugiertheit sind nédmlich die Posteriori-Verteilungen in der zweiten Stufe analytisch
zuganglich.
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Algorithmus 3:
Die Markov-Kette befinde sich im Zustand ¢ = (¢q, ..., ¢,).
(I) Firi=1, ..., n:

- Entferne c;.

- Ziehe neuen Wert fiir ¢; geméB:

P(c;=c|ci, y;)) =b T:Ijrflo [ f(ilde,)dH_; o(pc,) falls Ij # i mit ¢; = ¢,
Plei# ¢j, Vi #ile—i, yi) =b 1% | f(wilde) dGo(de,).

Anschlielend werden die Clusterlokationen geméfl H, bestimmt.

MacEachern| (1994) benutzt fiir F(6;) = N(6;,07) ein solches Gibbs-Sampling-Verfahren,
das sich nur auf die Clusterstruktur bezieht. Dort wird zur Bestimmung der Vorschlags-
wahrscheinlichkeiten eine alternative Methode angegeben, die komplizierte Berechnungen
notig macht, dafiir aber auf Integrationen verzichtet.

5.1.4 Algorithmus nach MacEachern und Miiller (1998)

Der Algorithmus von |[MacEachern & Miiller| (1998) kommt ohne die Berechnung des Inte-
grals aus und ist damit auch anwendbar, wenn y;|0; nicht zur a priori G konjugiert ist. Die
Idee des Algorithmus setzt an folgendem Punkt an: Bei den Algorithmen 1—3 definieren
sich die Cluster allein durch identische 8-Werte bei den Individuen. Fiir die Wahrscheinlich-
keit, dass eine Person 7 in keinen der bestehenden k_; Cluster fillt, sondern einen neuen,
eigenen Cluster bildet, ist daher stets die Berechnung des Integrals [ f(yi|¢c,) dGo(dc,)
notwendig, da die Stelle dieses Clusters jeden Wert des Parameterraums © annehmen
kann.

MacEachern & Miiller, (1998) hingegen ordnen die Cluster nach folgender Struktur:
Die Clusterlokationen ¢1, ..., ¢ werden durch die Lokationen potentieller Cluster

Ok+1,y - - -, On ergénzt:

(¢17 ceey ¢k7 ¢k+17 ey ¢n)
ér bE

Dabei steht ¢ fiir die ,,vollen* Cluster und ¢g fiir die ,,leeren® Cluster. In dieser Anord-
nung der Cluster liegt die Annahme, dass es zwischen den vollen Clustern keine ,,Liicke*
gibt, also dass sich zwischen zwei vollen Clustern niemals ein leerer Cluster befindet. Der
Algorithmus wird daher auch als ,,no gaps“-Algorithmus bezeichnet.

Die Annahme hat zwei Konsequenzen:

1. Wenn durch das Entfernen der Beobachtung ¢ eine Liicke entsteht, also wenn n_; . =
0 fiir 1 < ¢ < k, dann muss 7 mit Wahrscheinlichkeit 1 wieder in diesen Cluster.
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2. Wenn durch das Entfernen der Beobachtung i keine Liicke entsteht, dann entspricht
die Wahrscheinlichkeit, dass i einen neuen Cluster bildet, der, dass i in den (k_; +
1)—ten Cluster f&llt. Entscheidend ist hierbei, dass man den neuen Cluster nun
nicht mehr durch alle méglichen Stellen, die dieser Cluster als Lokation haben kann,
identifiziert, sondern einzig durch die Tatsache, dass es sich dabei um den Cluster
(k—; + 1) handelt.

Die Gewichte von (j5.4)) lauten demnach fiir den Fall, dass durch das Entfernen der Beob-

achtung ¢ keine Liicke entstanden ist:
ko n—i,c
Gie = b =TT ag
[ 5) 1
n—l4+aqg k_;+1°

ry = b
Bezieht man die beobachteten Daten ein, so lauten sie:

ah = b e f(iloe),

r, = b TL—??HXO ﬁ f(yz“st,iH)'

Auf diese Weise kann sich die Anzahl der Cluster k£ nur dann verringern, wenn n., = 1 und
wenn ¢; = k. Deshalb ist es im Fall n.; = 1 notwendig, die Personen zu permutieren. Dies
fithrt mit Wahrscheinlichkeit % zu ¢; = k und mit Wahrscheinlichkeit % zul<g¢ <k.
Zusammenfassend lautet der Algorithmus:

Algorithmus 4:

Die Markov-Kette befinde sich im Zustand ¢ = (c1,...,¢,) und ¢ = (¢ : ¢ €

{c1, ..., en}).

(I) Firi=1,...,n:

Falls n.; > 1, ziehe einen Wert fiir ¢, 11 aus Gp.

Falls n., = 1, behalte entweder mit Wahrscheinlichkeit k—;l den aktuellen Wert
von ¢; bei und beende den Iterationsdurchlauf an dieser Stelle oder fahre mit
Wahrscheinlichkeit % in der Iterationsschleife fort.

Entferne ¢;.

Ziehe neuen Wert fiir ¢; geméf:

P(ei=cle—i, Yis 015 -+, bh_i11) = b 5ipiee filge) fiir 1 <e <k,
P(ci = C|c—’ia Yi, ¢17 SRR Qbk:_i-&-l) =b n—??&—oco ﬁ f(yl‘qsc) fir c = k—l+]—

Entferne die ¢, mit n. = 0.
(IT) Fiir alle ¢ € (c1, .., cn):

- Ziehe neuen Wert fiir ¢. aus H..
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Waihrend eine eventuell schwierige Berechnung des Integrals nicht notwendig ist, kann das
Ziehen von Zufallzahlen aus H. im nichtkonjugierten Fall weiterhin problematisch sein.
Dariiberhinaus liegt dem Algorithmus die Tendenz zu Grunde, dass sich Anderungen in der
Anzahl der Cluster zu selten ereignen. Das Gewicht r; von Algorithmus 4 ist im Falle ohne
Daten wegen des Faktors ﬁ niedriger als es Pélyas Urnendarstellung vorsieht, was
auch bei Einbeziehung der Daten zu tendenziell niedrigeren Wahrscheinlichkeiten fiir eine
Erhohung der Clusteranzahl fiihrt. Entsprechend sind die Gewichte ¢, hoher. Eine gleich-
bleibende Clusteranzahl wird dadurch ebenfalls wahrscheinlicher wie durch den Umstand,
dass im Falle n., = 1 mit Wahrscheinlichkeit k—gl keine Verdnderung an ¢; vorgenommen
wird. Insgesamt macht dies den Sampling-Mechanismus ineffizient.

5.1.5 Algorithmus mit Hilfsvariablen

In Algorithmus 4 fungiert ¢, _,41 als Hilfsvariable. Als Lokation eines zunéchst leeren
Clusters scheint sie verzichtbar, dient aber dem Zweck, der Beobachtung ¢ einen Cluster
zur Verfiigung zu stellen, falls jene in keinen der mit anderen Beobachtungen assozierten
Cluster gelangt. Dieses Prinzip ldsst sich nun dahingehend erweitern, dass nicht nur eine,
sondern mehrere Hilfsvariablen stellvertretend fiir mehrere potentielle Cluster wahrend
jedes Iterationsschritts erzeugt werden. Die Idee eines solchen Samplings kann man allge-
mein wie folgt beschreiben:

Die stationiire Verteilung einer Markov-Kette sei 7(z). Ein Iterationsschritt, in dem x
aufdatiert werden soll, lautet:

1. Ziehe einen Wert fiir y gemaf w(y|x).
2. Datiere (x,y) mit der gemeinsamen Verteilung 7(x,y) als stationdrer Verteilung auf.

3. Entferne y.

Dieses Vorgehen liefert eine Markov-Kette fiir =, solange 7(x) die marginale Verteilung
von 7(x,y) ist.

Im Folgenden wird ein Algorithmus mit m Hilfsvariablen ¢ 11, ..., ¢r_,+m konstruiert.
Analog zu (5.4]) soll die Wahrscheinlichkeit, dass ¢ in einen der m leeren Cluster fillt,

ag/m
n—1+4+ag

sein. Der Algorithmus gestaltet sich folgendermaflen:

Algorithmus 5:

Die Markov-Kette befinde sich im Zustand ¢ = (c1,...,¢,) und ¢ = (¢, : ¢ €

{c1, ..., en}).
(I) Firi=1,...,n:

- Falls n., > 1, ziehe Werte fiir ¢_,+1, ..., ¢r_,+m unabhéngig aus Go.
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- Falls n., = 1, vertausche innerhalb ¢ so, dass ¢; = k—; + 1 und ziehe Werte fiir
Ok ;425 - -5 Pk_,+m unabhingig aus Gj.
- Entferne ¢;.

- Ziehe neuen Wert fiir ¢; geméif:

P(Ci - C‘Cfiv Yi, gbl? DRI ¢k_i+m) =b niLIjF’(;XO f(yl|¢0) fllI’ 1 S Cc é k*ia
P(Ci - C’C_i, Yis ¢17 DRI (rbk_i—‘rm) =0 n(iolé:zé() f(y’l‘qSC) fiir k—i <c S k—i—&-m‘

- Entferne die ¢ mit n, = 0.
(II) Fir alle c € (c1, ..., cp):

- Ziehe neuen Wert fiir ¢, aus H..

Dieser Algorithmus besitzt fiir m = 1 eine starke Ahnlichkeit zu Algorithmus 4, unter-
scheidet sich aber dadurch, dass die Wahrscheinlichkeit, dass ¢ in keinen der durch die
anderen Personen besetzten Cluster fillt, grofler ist. Ebenso ist die Wahrscheinlichkeit fiir
eine Reduzierung der Clusteranzahl hoher.

Fiir m — oo dhnelt der Algorithmus dem Algorithmus 2. Die Wahrscheinlichkeit, dass i
in einen der durch die m Hilfsvariablen definierten Cluster féllt, lautet:

(&%) / m 0 1 U

b . — =

Z "1+ ag f(yiloe) n—1+ag m cz:; f(yil9e).

Da die m gezogenen ¢-Werte Zufallzahlen aus Gg sind, entspricht die rechte Seite der Wahr-
scheinlichkeit P(c; # ¢;, Vj # i|c—i, yi, ¢) im Algorithmus 2 bei Monte-Carlo-Integration.
Nichtsdestotrotz fithrt Algorithmus 5 fiir alle m € IN zur exakten stationédren Verteilung,
obwohl dies bei Algorithmus 2 mit Monte-Carlo-Integration nicht der Fall ist.

5.2 Gibbs-Sampling iiber Stick-Breaking

Mit Hilfe der Stick-Breaking-Konstruktion kann ein zufilliges Wahrscheinlichkeitsmafl G,
dessen Verteilung durch einen Dirichlet-Prozess bestimmt ist, durch abzahlbar unendlich
viele Parameter identifiziert werden (vgl. (4.4)). Bezieht man sich gem#f der Rechtfer-
tigung in Abschnitt auf die trunkierte Form des Dirichlet-Prozesses (vgl. (4.6)) so
kann die Verteilung zumindest approximativ durch endlich viele reellwertige Parameter
reprasentiert werden. Man kann daher Realisationen von Gy, die dann als Realisierun-
gen von G aufgefasst werden, erhalten, indem man die Parametervektoren ¢q, ..., ¢n
und Vi, ..., Vy_1 simuliert. ¢ = (¢1, ..., ¢n) symbolisiert dabei die Lokationen der
maximal N méglichen Cluster, wihrend V' = (V4, ..., V)’ zur Konstruktionen der Ge-
wichte v = (71, ..., mn)" bendtigt wird. Zufallszahlen @ = (64, ..., 6,)" sind dann wegen
0; = ¢, iiber die Lokationen ¢ und die Klassifikationsvariablen ¢ = (e1, ..., ¢,)" be-
stimmbar. Diese erhdlt man, indem man unter Verwendung der Wahrscheinlichkeiten

99



5 MCMC-Verfahren bei Dirichlet-Prozessen

per Zufall entscheidet, welcher der theoretisch moglichen Lokationen ¢1, ..., ¢ eine Per-
son ¢ fiir ¢ = 1, ..., n zugeordnet wird. Es lassen sich also durch die Simulation von ¢, 7
und ¢ Realisationen aus G, @ = (61, ..., 6,)’, bestimmen.

In demselben Sinne kann auch eine Schitzung von 6, wie sie zu Beginn dieses Kapitels als
Ziel ausgegeben wurde, iiber die Schétzung von ¢, 7 und c erreicht werden. Das Modell
in (5.1)) lasst sich daher neu formulieren:

ind

yi|¢)c ~ F(chz) V’Lzl, Lo, n,
q,) ~ G?N7
cm ~ K%

w ~ GD(1,1a).

Dabei entspricht G®N Go® ...® Gy dem N-fachen Produktmafl von Gy und K®" :=
K®...® K dem n-fachen Produktmaﬁ von K = Zthl 7 Op. Weiterhin gilt: ¢ L 7.

Unter den gegebenen Voraussetzungen folgt fiir die Posteriori ¢, ¢, m|y:

p(, ¢, ly) (Hf%@&ﬂo (¢, ¢, ) o (Hf%w,> p() plelm) p(m).

=1

Die Verteilung der Posteriori ist analytisch nicht zugénglich, so dass MCMC-Verfahren zur
Schétzung von ¢, w und ¢ notwendig sind. Der sog. Block-Gibbs-Algorithmus geht nun so
vor, dass die Parameter ¢, 7 und c blockweise iiber ihre jeweiligen vollsténdig bedingten
Dichten in jedem Iterationsschritt aufdatiert werden. Im Folgenden wird hergeleitet, auf
welche Weise die vollsténdig bedingten Dichten zu bestimmen sind.

Aufdatieren von ¢:

p(Ble, 7,y) o p(dle, y) o (Hf%m )()

N N
H 1T fwilen) (H go(%)) =11 l9olen) T fwilen)
h=1

h=11i:c;=h h=1 i:ci=h

Es lassen sich daher fiir das Aufdatieren von ¢j, zwei Fille unterscheiden: Fiir die leeren
Cluster wird als Vorschlagsdichte fiir ¢, die bekannte Dichte gg verwendet. Gehéren dem
Cluster h hingegen Individuen an, so wird ¢ aus der Posteriori gezogen, deren Priori-
Dichte durch gy bestimmt ist und deren Likelihood sich aus den y-Werten der zugehorigen
Individuen zusammensetzt. Hierfiir ist die Konjugiertheit von F' zu Gg niitzlich.
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Aufdatieren von c:

Die Verteilung von c entspricht einer diskreten Verteilung. Die vollstdndig bedingten Wahr-
scheinlichkeiten P(c; = hl¢,m,y) fiir i = 1, ..., n lassen sich wie folgt bestimmen:

P(c; = hlo, 7, y) o< f(yilén) mn

Aufdatieren von w:

p(w|9, ¢, y) x p(w|c) o p(c|m) p(r).

Bei der Bestimmung von p(c|m) ist zu bedenken, dass die Information von ¢ = (c1, ..., ¢,)’
gleichbedeutend ist mit der von (ny, ..., ny)’, dem Vektor der Hiufigkeiten in allen
moglichen Clustern. Da (nq, ..., ny) ~ M(n,w), gilt fiir p(c|w):

Nh

™) =p(ni, ..., ny|m) me"h—H(VhH 1—Vl> =

h=1

(e

N N h-1 N-1 N
STl T v = T e TTo -
h=1 h=1 1=1
Fir p(m) gilt:
N-1 N1y N—
p(ﬂ'):p(‘/]_,,VNfl):H m(l—Vhao 1 H]._Vhao 1
h=1 h=1 h=1
Daraus folgt fiir p(|c):
N-1 N
ple) oc [T V(1 = vpyeotizwea =t
h=1

Zusammenfassend lautet der Block-Gibbs-Sampler daher:

Algorithmus 6:

Die Markov-Kette befinde sich im Zustand ¢ = (¢1, ..., ¢n), ¢ = (c1, ..., ¢p) und

71':(7['1, ...,7TN)/.

(I) Firh=1, ..., N:
- Ziehe neuen Wert fiir ¢, gemaf:
onle,y ~ Go falls i :c; = h,

énle,y ~ Hy falls 34 : ¢; = h.
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(II) Firi=1, ..., n:
- Ziehe neuen Wert fiir ¢; gemésB:

cil g ~ Sohy ¢ fyildn) T O

(IIl) Fir h=1, ..., N:
- Ziehe neuen Wert fiir V}, (auBer fiir h = N, da stets Vy = 1) geméf:
Vile ~ Be(1 + np, o + Zl]\;h—i-l ny).
- Konstruiere 7, gemés:

T = Vi Hz<h(1 - Vl)-

Dabei entspricht Hj der Posteriori, deren Dichte durch
p(dnlyi = ci = h) o< (I1;. ez f(ildn)) go(bn)-
beschrieben ist, wihrend ¢* einer Proportionalitdtskonstante entspricht, fiir die gilt:

Eg:l c* f(yilon) m, = 1.

Die Stick-Breaking-Konstruktion macht es moglich, dass zu jedem Iterationsschritt ¢ auch
eine ,,Ziehung“ von Gy vorliegt:

N
Gg\tf) = Z 7'['](;) 5¢§Lt) .
h=1

Diese Ziehungen konnen zur Schitzung von G und von Funktionalen davon verwendet
werden (vgl. Ishwaran & James| (2001))).

5.3 Zusammenfassung und Ausblick

Die in den Abschnitten und erliuterten Algorithmen sollen nun hinsichtlich ih-
rer Gemeinsamkeiten und Unterschiede verglichen werden. Dabei werden auch Erweite-
rungsmoglichkeiten aufgezeigt. Dariiber hinaus dient dieser Abschnitt einem Ausblick,
welche alternativen Verfahren zur Schitzung von DPM-Modellen noch existieren.

Ein zentrales Thema bei den Inferenzkonzepten der marginalen Methode ist die notwendige
Integration (vgl. Algorithmen 1—3) oder wie sie vermieden werden kann (vgl. Algorithmen
4 und 5). So umgeht Algorithmus 5 dieses Problem mit Hilfe von zusétzlichen Variablen
und Algorithmus 4 durch die ,no gaps“-Restriktion, wobei letzterer den Nachteil eines
schlechteren Mischungsverhalten aufweist. Der Wert des ersten Algorithmus liegt vor allem
darin, dass er als erster MCMC-Algorithmus fiir Dirichlet-Prozesse zur Entwicklung ande-
rer Verfahren beigetragen hat. Er ist jedoch aufgrund seiner langsamen Konvergenz nicht
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empfehlenswert. Algorithmus 2 und 3 sind diesbeziiglich zu bevorzugen. Der Nachteil der
notwendigen Integration wiegt oft gar nicht so schwer, da sie im Falle der Konjugiertheit
oft analytisch durchfiihrbar ist (vgl. Neal (2000))) und diese schon deshalb oft angenommen
wird, um das Ziehen von Zufallszahlen fiir 6; bzw. ¢., wie es in den Algorithmen 1, 2, 4
und 5 nétig ist, zu erleichtern. Ahnliches gilt fiir Algorithmus 3: Dort kénnen die Cluster-
lokationen im Falle der Konjugiertheit ohne MCMC-Verfahren bestimmt werden, so dass
diese Annahme oft getroffen wird. Stért man sich dennoch an den Integralberechnungen, so
besteht eine generelle Moglichkeit zu deren Vermeidung darin, den entsprechenden Gibbs-
Sampling- Aufdatierungsschritt durch einen Metropolis-Hastings-Schritt zu ersetzen. Dies
sei an Algorithmus 2 illustriert: Dort entsprechen die Wahrscheinlichkeiten, mit denen ein
Individuum ¢ einem vollen Cluster oder einem leeren Cluster zugeordnet wird, den Gewich-
ten, die unter Beriicksichtigung der Daten aus der Pdélya-Urnen-Darstellung resultieren.
Man kann nun stattdessen die Pdlya-Urnen-Gewichte ohne Datenbezug als Vorschlag fiir
¢; verwenden:

P(c; = cley) = 0 falls 3j # ¢ mit ¢; = c,

n—1+ag

P(cj # ¢, Vi #ilei) = =1y

Die Wahrscheinlichkeit, dass ¢} als neuer Zustand akzeptiert wird, lautet dann:

filder) p(cile—i) ple—i) p(cile—;) 1} :min{f(yifﬁbc;) 1}‘

oleiles) = mi“{ F(iler) plede—2) ple—s) plele—s)’ Fluiloe)

f(y74|¢cz)’

Die Anpassung von ¢; an den Datenpunkt y; erfolgt also zu 100% im Akzeptanzschritt
und zu 0% durch den Vorschlag. Beim Gibbs-Sampler verhilt es sich genau umgekehrt.
Eine niedrige Akzeptanzrate und damit eine langsame Konvergenz kénnen die Folge sein.

In &hnlicher Weise kann man vorgehen, wenn im nichtkonjugierten Fall das Aufdatieren von
0; bzw. ¢. Schwierigkeiten bereitet. Auch da bietet es sich an, den Gibbs-Sampling-Schritt
durch einen Metropolis-Hastings-Schritt zu ersetzen und sich bei der Vorschlagsdichte an
der vollstindig bedingten Dichte zu orientieren (vgl. |[Papaspiliopoulos & Roberts| (2008)).

Abgesehen von der Gemeinsamkeit, dass im Block-Gibbs-Sampler aus einer Posteriori Hy,
gezogen wird, die der Posteriori H. der marginalen Algorithmen 2, 4 und 5 entspricht, be-
stehen zwischen den Pélya-Urnen-Gibbs-Samplern und dem Block-Gibbs-Sampler kaum
Ahnlichkeiten. Sie unterscheiden sich vielmehr in dem Punkt, dass im marginalen Ansatz
durch das Rausintegrieren von G nur die 61, ..., 0, geschétzt werden kénnen, wohingegen
im Block-Gibbs-Sampler auch Posteriori-Inferenz fiir G selbst moglich ist. So kénnen die
Ziehungen Ggf,) mitt =1, ..., T zur Schitzung von G und von Funktionalen davon genutzt
werden (vgl. Ishwaran & James (2001)). Des Weiteren kommt der Block-Gibbs-Sampler
ohne jegliche Integration aus. Integralberechnungen wie in den Algorithmen 1—3 oder Stra-
tegien zu deren Vermeidung wie in Algorithmus 4 und 5 sind daher unnétig. Ein dritter
Vorteil des Block-Gibbs-Samplers gegeniiber den marginalen Ansétzen liegt in dem guten
Mischungsverhalten, das aus dem blockweise Aufdatieren resultiert. Pélya-Urnen-Gibbs-
Sampler tendieren dazu, diesbeziiglich eine langsamere Konvergenz aufzuweisen (vgl. Is-
hwaran & James| (2001) und [Ishwaran & Zarepour, (2000)). Aus diesen Griinden soll das
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additive gemischte Modell, das in Kapitel [6] ausformuliert und in den Kapiteln [7] und [§ auf
Daten angewendet wird, durch den Block-Gibbs-Sampler implementiert werden.

Die in dieser Arbeit verwendete Version des Block-Gibbs-Samplers bezieht sich stets auf die
gestutzte Form gem&fl Muliere & Tardellal (1998)). Es existieren mittlerweile auch andere
Verfahren, die ohne Trunkierung auskommen. So schlagen beispielsweise [Papaspiliopoulos
& Roberts (2008]) einen retrospektiven Ansatz vor. Dessen Idee basiert auf dem Block-
Gibbs-Sampler und setzt an dem Aufdatierungsschritt fiir ¢; von Algorithmus 6 an, bei
dem entschieden wird, welchem Cluster eine Person i zugewiesen wird: Wenn allgemein aus
einer endlichen Menge {1, ..., N} geméf der Wahrscheinlichkeiten v = (7, ..., my)’ ein
Element gezogen werden soll, so geht man typischerweise so vor, dass man bei gegebenem
7 eine Zufallszahl u; aus der stetigen Gleichverteilung U(0,1) zieht und dann der Person
¢ den Wert ¢ zuordnet, der folgendes Kriterium erfiillt:

c—1 c
Zﬂ'h<ui§2ﬂ'h. (55)
h=0 h=1

Dabei gilt myp = 0. Analog sieht es der Algorithmus 6 vor, fiir gegebenes ¢ = (¢1, ..., ¢n)’
und 7v die Zufallszahl u; zu ziehen, um dann zu priifen, fiir welches Cluster das Kriterium
(5.5) erfiillt ist. Ohne Trunkierung miisste man eigentlich unendlich dimensionale Vektoren
¢ und 7 zugrunde legen. |Papaspiliopoulos & Roberts (2008) vermeiden dies nun, indem sie
zuerst die Zufallszahl u; ziehen und dann retrospektiv so viele Paare (¢p,, ) konstruieren,
wie es zur Erfiillung von notwendig ist. Wenn die Idee auch recht einfach ist, so ist
ihre Umsetzung keineswegs trivial (vgl. Walker| (2007)).

Auch Walker| (2007) liefert eine Methode, wie die Stick-Breaking-Konstruktion ohne Trun-
kierung verwendet werden kann. Dort wird die Endlichkeit der betreffenden Parameter-
vektoren durch die Einfithrung einer latenten Variable erzeugt.

Samtliche bisher geschilderten Algorithmen stellen MCMC-Verfahren dar. Neben dem
marginalen und dem bedingten Ansatz gibt es zur Schitzung von DPM-Modellen in Form
von sogenannten ,reversible jump MCMC“-Verfahren noch eine dritte Form im Rahmen
der MCMC-Methoden. |Jain & Neal (2004) und Dahl (2005) entwickelten in diesem Kon-
text Algorithmen. Dariiberhinaus existieren Verfahren, die nicht auf MCMC basieren, wie
z.B. gewichtete ,,Chinese-restaurant“-Algorithmen (vgl. Ishwaran & Takahara, (2002)), se-
quentielles ,,importance sampling* (vgl. MacEachern, Clyde & Liu (1999)) und partielle,
pradiktive Rekursion (vgl. Newton & Zhang (1999)).
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6.1 Formulierung des additiven gemischten Modells

Dieser Abschnitt verfolgt das Ziel, die drei in Kapitel [3] hergeleiteten Modelle, nédmlich
das lineare Modell, die nonparametrische Regression mittels P-Spline und das linea-
re gemischte Modell mit Dirichlet-Prozess-Priori, zu einem Modell zusammenzufiihren
und damit eine formale Grundlage fiir die Analysen in Kapitel [7] und vor allem in Ka-
pitel |8 zu schaffen. Dort gilt das Interesse in erster Linie der Untersuchung des Ef-
fekts der Zeit t auf den Response y. Zu diesem Zwecke liegen analog zu Abschnitt
longitudinale Daten vor. Man will nun einerseits den generellen Effekt der Zeit auf
die Zielgroe als auch die individuellen, zeitlichen Effekte schétzen. Dariiberhinaus sol-
len neben der Zeit noch andere Einflussgroflen 1, ..., x, auf einen signifikanten Ein-
fluss auf den Response untersucht werden. Fiir diese Analysen seien longitudinale Daten
(Yils -+ Ying, Tily - -5 Tings Lily -« Lings Zily - -, Zin,) fur @ = 1, ..., n gegeben. Dabei
stellen ¢;1, ..., tin, die Messzeitpunkte und damit gleichzeitig die Ausprégungen der zeit-
lichen Variable t des i-ten Individuums dar. Das im folgenden betrachtete und fiir Kapitel
zugrunde liegende Modell sieht nun fiir die Person ¢ zum Zeitpunkt j mit i =1, ..., n
und j =1, ..., n; folgende Struktur vor:

Vi = @B+ f(tiy) + zbi + €. (6.1)

Dieses Modell wird additives gemischtes Modell genannt. Der Name stammt aus der ad-
ditiven Zusammensetzung der Komponenten, zu denen auch das lineare gemischte Modell
gehort. Der generelle Effekt der Zeit wird durch eine beliebige, nichtlineare Funktion f mo-
delliert, so dass in der Bezeichnung ,,additives gemischtes Modell“ statt ,lineares gemisch-
tes Modell* auch zum Ausdruck kommt, dass (mindestens) eine nichtlineare Komponente
dem Modell angehort. Man spricht in diesem Zusammenhang auch von einem semiparame-
trischen Modell, da es sowohl parametrische als auch nonparametrische Elemente enthélt.
Fiir die Verteilung der Fehlervariable wird analog zu folgende Annahme getroffen:

Eiji'ri\ld'N(O,ch) Vi=1,...,n; Vj=1,...,n;.

Der generelle, zeitliche Effekt soll durch einen P-Spline modelliert werden. Aufgrund der
longitudinalen Struktur liegt bereits fiir jedes Individuum ¢ eine Designmatriz vor. Diese
hat in Analogie zu Abschnitt [3.2.1]folgende Gestalt, wobei die Basisfunktionen By, ..., By
durch die B-Spline-Basis bestimmt sind:
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Bi(ta) ... Bli(ta)
B; = : :
Bl(tin;) ... Bl(tin,)

Bei der Modellierung der nichtlinearen Funktion f werden alle Datenpunkte als gleich-
wertig betrachtet, egal ob sie zu demselben oder zu verschiedenen Individuen gehoren.
Die longitudinale Struktur der Daten findet hierbei keine Beriicksichtigung. Diese soll nun
durch die zufillige Effekte erfasst werden. Darin kann z.B. fiir jede Person ein eigener
Intercept (Random-Intercept) und eine individuelle Steigung (Random-Slope) enthalten
sein. Man besitzt im Grad der zufilligen Effekte verschiedene Variationsmoglichkeiten. Die
Designmatrix fiir die Person ¢ lautet allgemein bei Grad I:

1ot ...ty
Zp=| : :
1 tip, ... t

my

Die iibrigen Kovariablen, die i.A. auch zeitvariierend sein kénnen, werden linear ins Modell
aufgenommen. Hierbei unterscheidet das Modell wie schon beim P-Spline nicht, ob die ein-

zelnen Messungen zu derselben oder zu verschiedenen Personen gehoren. Die individuelle

/

Designmatrix X; ist durch X; := (&}, ..., xj,,)" bestimmt. Zusammenfassend liegt fiir

jede Person ¢ mit i =1, ..., n folgendes Modell zugrunde:

y; = X;B+ By + Z;b; + €.

Dieses lasst sich auch noch kompakter fiir alle Individuen zusammen darstellen. Dazu
werden folgende Vektoren fiir den Response, die Storgroflen und die zufilligen Effekte
definiert:

Y1 €1 b1
Yn €n b,

Auch die individuellen Desigmatrizen werden zu Matrizen, die alle Personen beschreiben,
zusammengefasst:

X1 B; Al 0
X, B, 0 Z,
Somit lautet das additive gemischte Modell fiir alle Individuen:

y=XB+By+Zb+e.
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6.2 Inferenz im additiven gemischten Modell

Die Schitzung innerhalb des additiven gemischten Modells basiert auf den Inferenzme-
thoden der einzelnen Modellkomponenten. In Kapitel [5| wurden diverse Gibbs-Sampling-
Verfahren erldutert, die bei DP(M)-Modellen zur Schitzungen der zufilligen Effekte her-
angezogen werden koénnen. Analog dazu soll auch fiir das additive gemischte Modell ein
Gibbs-Sampling-Verfahren herangezogen werden. Konkret wird in Abschnitt der Block-
Gibbs-Sampler fiir das additive gemischte Modell mit einem DP-Modell bzw. einem DPM-
Modell fiir die zufélligen Effekte ausgefiihrt. Dieser Abschnitt konzentriert sich auf allge-
meine Inferenzprinzipien und die generellen Schwierigkeiten, die bei mehreren Teilmodellen
entstehen koénnen.

Beim Gibbs-Sampling werden beim Aufdatieren eines Parameters die vollsténdig beding-
ten Dichten verwendet und damit alle anderen Parameter beriicksichtigt (vgl. (2.4)). Beim
Aufdatieren eines der Regressionskoeffizienten «, 8 und b miissen daher die Zusténde der
anderen Parameter durch einen Arbeitsresponse eingebunden werden. Die Reihenfolge, in
der die Koeffizienten aufdatiert werden, ist dabei im Grunde beliebig — es ist nur darauf zu
achten, dass von den anderen Parametern die jeweils aktuellen Zusténde verwendet wer-
den. Liegt die Reihenfolge «, 3 und b vor, so lauten die entsprechenden Arbeitsresponses:

Arbeitsresponse beim Aufdatieren von v(t): § =y — X380 — Zp®),
Arbeitsresponse beim Aufdatieren von 8¢+1: § =y — By{+) — Zp(®),

Arbeitsresponse beim Aufdatieren von b(tt1): § =y — X8+ — B (t+1)

Es gibt aber noch einen weiteren Umstand, den man beim Aufdatieren der Regressionskoef-
fizienten beachten muss: Der zeitliche Effekt wird sowohl durch den P-Spline als auch durch
die zufilligen Effekte modelliert. Diese Kombination erweist sich beim Gibbs-Sampling als
durchaus diffizil. Die ,, Aufgabenbereiche“ des Splines und des linearen gemischten Modells
iiberlagern sich ndmlich in gewisser Weise. Werden z.B. zufillige Effekte 1. Grades verwen-
det, so werden innerhalb des linearen gemischten Modells sédmtliche individuellen linearen
Effekte — und damit implizit auch der generelle lineare Effekt — der Zeit auf den Respon-
se geschéitzt. Aber auch im P-Spline, der den generellen zeitlichen Effekt modellieren soll,
steckt ein gewisser linearer Anteil. Dies kann dazu fithren, dass der generelle, lineare Effekt
der Zeit wiahrend des Algorithmus das eine Mal eher vom Spline und das andere Mal eher
vom linearen gemischten Modell erfasst wird. In der Folge treten in den Samplingpfaden
von v und b Auf- und Abbewegungen bzw. regelrechte Spriinge auf. Eine Konvergenz der
Markov-Ketten stellt sich nicht ein. Darauf basierende Schétzer sind somit unbrauchbar.
Es ist daher notwendig eine Restriktion einzubauen, die eine saubere Trennung der Auf-
gabenbereiche der beiden Modellkomponenten gewihrleistet. Hier sind zwei Moglichkeiten
denkbar. Die eine sieht vor, die Trennung hinsichtlich des Grades des zeitlichen Effekts
zu vollziehen. Wenn z.B. zufillige Effekte 1. Grades im Modell enthalten sind, so soll
das lineare gemischte Modell den linearen Anteil des zeitlichen Effekts zu 100% erfassen
— sowohl den generellen als auch die individuellen. Der P-Spline hingegen soll nur den
generellen zeitlichen Effekt modellieren, der iiber den 1. Grad hinausgeht. Dies erfordert
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beim Aufdatieren der P-Spline-Basiskoeffizienten eine Restriktion, die schwer umsetzbar
ist. Im Gegensatz zur TP-Basis, bei der die einzelnen Basiskoeffizienten direkt mit dem
entsprechenden Grad des zeitlichen Effekts in Verbindung gebracht werden kann, ist dies
bei der B-Spline-Basis nur schwer ersichtlich. Die andere Restriktion ist dagegen leichter
zugdnglich: Dort wird die Trennung hinsichtlich des generellen und des individuellen Ef-
fekts vollzogen. Der Spline soll ganz im Sinne fritherer Uberlegungen den generellen Effekt
des Alters beschreiben. Die zufilligen, individuellen Effekte verstehen sich lediglich als
Abweichungen davon. Um dies sicher zu stellen, ist bei jeder Iteration eine Zentrierung
der zufilligen Effekte erforderlich. Hierbei muss auf zwei Dinge geachtet werden: Erstens
darf der abgezogene Mittelwert bei der Schéitzung der Fehlervarianz nicht aufler Acht ge-
lassen werden. Zweitens ist die Reihenfolge, in der die Modellkomponenten ,,feste Effekte®,
yzufillige Effekte* und ,,P-Spline* aufdatiert werden, nun nicht mehr beliebig. Das Aufda-
tieren der Basiskoeffizienten des Splines soll dem der zufilligen Effekte folgen, damit diese
den generellen linearen Effekt in korrekter Weise aufnehmen kénnen. Im DP-Modell un-
terscheidet sich das Vorgehen von dem im DPM-Modell geringfiigig. Da dort die zufélligen
Effekte in zwei Schritten aufdatiert werden, ndmlich zuerst in der Bestimmung der Clu-
sterlokationen und dann in der Entscheidung, welches Individuum zu welchem Cluster
gehort, bietet es sich an, die Zentrierung gleich fiir die Clusterlokationen durchzufiihren.
Von den beiden Ansétzen wird im weiteren Verlauf der zweite angewandt werden.

Wiirde man die Kovariable ,,Zeit“ nicht nur durch einen P-Spline und im Rahmen der
zufiilligen Effekte modellieren, sondern auch als festen Effekt ins Modell aufnehmen, tréite
eine weitere Schwierigkeit bei der Trennung der Aufgabenbereiche hinzu. Dies ist aber
nicht notwendig. Schliefllich wird der generelle zeitliche Effekt bereits durch den P-Spline
beschrieben. Deshalb soll dieser Fall im Folgenden nicht beriicksichtigt werden.

6.3 Block-Gibbs-Sampler im additiven gemischten Modell

Der folgende Abschnitt setzt nun die allgemeinen Gedanken zur Inferenz aus dem vor-
herigen Abschnitt in die Tat um. Fiir das Aufdatieren der zufilligen Effekte wird ein
Block-Gibbs-Sampler geméfi Abschnitt verwendet. Auch alle anderen Parameter wer-
den iiber ihre vollstéindig bedingten Dichten aufdatiert. Der Algorithmus wird nun sowohl
fiir den Fall eines DP- als auch eines DPM-Modells ausgefiihrt. Folgende Auflistung dient
hierbei als Uberblick iiber simtliche in den Modellen vorkommenden Anzahlen:

n  Anzahl der Individuen,

n; Anzahl der Messungen bei Person i,
ng Anzahl aller Messungen: ng = > 1, n;,
p  Anzahl der festen Effekte,

d  Anzahl der Basisfunktionen,

g  Anzahl der zufilligen Effekte.

Die Annahmen der Modelle basieren exakt auf den Ausfithrungen zu den einzelnen Modell-
komponenten in Kapitel [3] Sie werden lediglich dahingehend noch erweitert, dass Hyper-
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parameter wie pug, X3, po, 2o, op und im Falle des DPM-Modells X, ebenfalls modelliert
werden, um das Modell flexibler zu gestalten. Die einzelnen Priori-Annahmen orientieren
sich zum einen an dem Prinzip der Konjugiertheit und zum anderen an der Annahme,
dass es innerhalb der Parametervektoren keine Korrelationen gibt, d.h. sdmtliche Kova-
rianzmatrizen besitzen Diagonalgestalt. Am Ende dieses Abschnitts werden alternative
Modellannahmen diskutiert.

Fiir den Fall, dass fiir die zufilligen Effekte ein DPM-Modell verwendet wird, werden nun
fiir das entsprechende additive gemischte Modell folgende Annahmen getroffen:

Additives gemischtes Modell bei DPM-Priori (6.2)

1. Beobachtungsmodell:

YilB,7,bi,0° ™ N(XiB + Biy + Zibi, 0’L,,)  ¥i=1,...,n.
2. Priori- Verteilungen:
o2 ~ IG(ae,b.),
,3|p,g,zg ~ N(ug,zg) mit g :diag(aﬁl, ey U%p),

g ~ N(mg,S3) mitSg= diag(s%l, el s%p),
U%T ~ IG(ag,bg) YVr=1,...,p,

p(vy;) o< const Vi=1,..., k,
Yilvi-1, 72~ N(yj-1,72) Vi=k+1,...,4d,
2~ IG(ay,by),

bi’0i7 Eb ~ N(Oi, Zb) Eb = diag(agl, ceny O'gq),
O'gr ~  IG(ap,by) Vr=1,...,q,

0,|G "% @ Vi=1,...,n,
G ~ DP(aoGo),
Go = N(po,Xp) mitXy= diag(o*gl, ce qu),
po ~  N(mg,So) mit Sy = diag(s%l, ceey S%q),

o5~ 1G(ag, bo) Vr=1,...,4q,
ag  ~  Galag,by).

Auf diesen Annahmen basierend soll nun ein Gibbs-Sampler dargelegt werden. Die Her-
leitung sémtlicher vollstdndig bedingten Dichten befindet sich im Anhang [Bl Der Block-
Gibbs-Sampler fiir das additive gemischte Modell mit DPM-Modell lautet nun:
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Block-Gibbs-Algorithmus bei DPM-Priori:

Die Markov-Kette befinde sich im Zustand ~, 72, 3, ng, 23, b, Xy, @, ¢, ™, ag, po, o

und o2
(I) Aufdatieren der zum P-Spline gehérigen Parameter:

> Bilde Arbeitsresponse y =y — X3 — Zb.

> Ziehe neuen Wert fiir v geméf:

yIm2,8,b,y, 0% ~ N(ui,X¥),
" -1 _
w, = (zK+5BB) 5B
* 1 1 -1
¥ = (#K+%B'B) .
> Ziehe neuen Wert fiir 72 gemés:

72y ~ IG (ay + 0.57g(K),by + 0.5v' K*~).

(IT) Aufdatieren der zu den festen Effekten gehorigen Parameter:

> Bilde Arbeitsresponse y =y — By — Zb.

> Ziehe neuen Wert fiir 3 geméB:

ﬁ‘“ﬂ? 25575 ba ,y70_2 ~ N(uz, 22)7

-1
wy = (354 AXX) (35 + £X75),
-1
o= (5 AXX)
> Firr=1,...,p:

- Ziehe neuen Wert fiir pug, gemés:

-1 -1
2 1 1 Br Mg, 1 1
bl B o (( ' ) ( T > | ( ! > ) |

- Ziehe neuen Wert fiir agr gemiB:
O'%J;Lﬁwﬁr ~ IG (ag +0.5, bg + 0.5(6, — /LBT)Q) .

(ITI) Aufdatieren der zu den zufilligen Effekten gehorigen Parameter:

> Bilde Arbeitsresponse y =y — X3 — B~.

> Flire=1, ..., n:
bi’0i72b7/8777yi70—2 ~ N(“Z72;)7
_ . -
wy = (B +221Z) (3,0 + 5 205:)
_ -1
o= (5 +%zZz) .
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> Korrekturschritt (falls P-Spline im Modell enthalten):
- Bestimme Mittelwert b.
-Firi=1, ..., n:
- Ersetze b; durch b; — b.
> Firh=1,..., N:
- Ziehe neuen Wert fiir ¢y, gemaf:
- FallsBi:ci=h:
®npo, Xo ~ N(po, Xo).
- Falls di:¢; = h:

o Firr=1,..., ¢

thr |U§Ta Ko, 0-(2),‘7 b7 c ~ N(NSM U(%T*),

—1
* _ n 1 n l_) KOy
- 2 2 2 ht =
Ho, (Ubr UOT> (Ubr Ty U‘OT) ’
—1
2% __ np 1
g = 5 5 .
OT (O—bT O—OT >

- Ziehe neuen Wert fiir ¢; geméif:
cilm, é,bi, Ty ~ S50, ¢ f(bildn, Z)Tah,
f = Dichte der multivariaten Normalverteilung,
c¢* = Konstante, so dass Summe der Wahrscheinlichkeiten 1 ergibt.

- Setze 0; = ¢,.

> Fire=1, ..., n

> Firh=1,..., N:
- Ziehe neuen Wert fiir V}, (aufler fir h = N, da stets Vy = 1) gemé$:
Vile ~ Be(1 + np, ap + Zf\ihﬂ ny).
- Konstruiere 7, gemaf:
Th = Vi Hl<h(1 - V).

> Ziehe neuen Wert fiir ap geméB:

ap|m ~ Ga(N — 1+ an, by — S0 log(1 — V3,)).

> Firr=1, ..., p:
- Ziehe neuen Wert fiir up, geméf:
—1 -1
2 n 1 n_n mo, n 1
Ho,|o,, 8 ~ N (( +3) (o) (%) ) '
- Ziehe neuen Wert fiir 0(2» geméf:

UST’MOM 0~ 1IG (ao +0.5n, by + 0.5 2?21(0“ - ,u,()r>2) .

- Ziehe neuen Wert fiir a,i. gemaf:
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07 10,b ~ IG (ay + 0.5, by + 0.5 31 (b, — 6;,)?) .

(IV) Aufdatieren der Fehlervarianz:
a*|B,v,b,y ~ IG (as +0.514,be + 0.5 >0 (yij — Mz‘j)2> ;

Hij = (XZ,B + Bi')’ + ZZE + Zlbz)]

Analog zu [6.2) werden fiir das additive gemischte Modell, dessen zufiillige Effekte durch
eine DP-Priori modelliert werden, folgende Annahmen getroffen:

Additives gemischtes Modell bei DP-Priori (6.3)

1. Beobachtungsmodell:

ilB,7,bi,0> % N(X:8+ Biy + Zibi, 0°I,)) Vi=1,...,n.

2. Priori- Verteilungen:

o2 ~ IG(ae,b.),

ﬁ|,u5,25 ~ N(ug,Zg) mit Xg :diag(agl, ey O'gp),
ua N(mﬁ, Sﬁ) mit Sg = diag(s%l, RN S%p),
O'I%T IG(ag,bg) Vr=1,...,p,
(v4) const Vi=1,...,k,
Yilvi—1, 72 N(vj-1,7%) Vj=k+1,...,d,
72 IG(ay,b,),
b;|G G Vi=1,...,n,
G DP(O[()G()),
Go N(po, Xo) mit 3 = diag(agl, ey O'gq),
o N(myg,Sp) mitSy= diag(sgl, ol s%q),
O'%T IG(ag, by) Vr=1,...,q,
g Ga(ag, by).

Entsprechend lautet der Block-Gibbs-Sampler, dessen vollstindig bedingte Dichten wie-
derum in Anhang [B| hergeleitet werden, fiir das additive gemischte Modell bei DP-Priori:
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6.3 Block-Gibbs-Sampler im additiven gemischten Modell

Block-Gibbs-Algorithmus bei DP-Priori:
Die Markov-Kette befinde sich im Zustand ~, 72, 3, ug, X3, ¢, ¢, w, ag, po, Lo und a2

(I) Aufdatieren der zum P-Spline gehorigen Parameter:

> Bilde Arbeitsresponse y =y — X3 — Zb.

> Ziehe neuen Wert fiir v geméf:

yIm2,8,b,y, 0% ~ N(ui,X¥),

-1 -
W, = (5K + LBB) LB,
* 1 1 -1

> Ziehe neuen Wert fiir 72 gemés:

72y ~ IG (ay 4+ 0.57g(K),by + 0.5 K7) .

(IT) Aufdatieren der zu den festen Effekten gehorigen Parameter:

> Bilde Arbeitsresponse y =y — By — Zb.

> Ziehe neuen Wert fiir 3 geméB:

Blus, Tp,v,b,y,0° ~ N(uj, Tp),

-1
Wy = (B3 +AX'X) (3 + £X5),
-1
T o= (T AxX)
> Firr=1,...,p:

- Ziehe neuen Wert fiir pug, gemés:

—1 —1
2 1 1 Br mg,. 1 1
#1735y B e N (( * ) ( T > | ( * ) ) ‘

- Ziehe neuen Wert fiir Ugr geméf:

o3 g, Br ~ IG (ag + 0.5, bg + 0.5(8, — pp,)?) -

(ITI) Aufdatieren der zu den zufiilligen Effekten gehorigen Parameter:

> Bilde Arbeitsresponse y =y — X3 — B~.
> Firh=1,..., N:
- Ziehe neuen Wert fiir ¢y, geméif:
- Falls Bi:c; =h:
®nlpo, Xo ~ N(po, Xo).
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6 Das additive gemischte Modell

- Falls di:c; = h:

¢h|”’01207ﬁ>77y70—2 ~ N(“Saza)v
* — -1 - -
e = (20" + 2 Xieion ZiZi) ) (20 1o + o2 Zicin Z1Hi) »
23 = (20_1 + % Zi:ci:h Z'Zzl) .
> Korrekturschritt (falls P-Spline im Modell enthalten):

- Bestimme Mittelwert ¢.
-Firh=1,..., N:
- Ersetze ¢y, durch ¢y, — ¢.

> Flire=1, ..., n
- Ziehe neuen Wert fiir ¢; geméB:
Ci|7T7IBa v ¢7 Yi, 02 ~ Zthl C*f(yZ|X7,B + ny + Zi¢h7 UQIni) Th 5h7

f = Dichte der multivariaten Normalverteilung,
¢* = Konstante, so dass Summe der Wahrscheinlichkeiten 1 ergibt.

- Setze b; = ¢,

> Firh=1,..., N:
- Ziehe neuen Wert fiir Vj, (aufler fiir h = N, da stets Viy = 1) gemésB:
Vile ~ Be(1 4+ np, a9 + Z{ihﬂ ny).
- Konstruiere 7, geméif:
T = Vi [Tjpn (1 = V).

> Ziehe neuen Wert fiir ap geméB:
aolm ~ Ga(N =1+ ag,bo — S0 log(1 — V).

> Firr=1, ..., p:

- Ziehe neuen Wert fiir p, geméB:

-1 -1
2 n 1 n_ 7 mo, n_ 1
“OT|"0~”NN((UST ) G e) () >

- Ziehe neuen Wert fiir agT gemif:
O'gr‘,uor, b~ IG (a() +0.5n, by + 0.5 Z?:l(bir — /Lor)z) .

|

(IV) Aufdatieren der Fehlervarianz:
0-2|ﬂ7 Y, b7 Yy~ IG (CLE + 0.5 nqg, ba + 0.5 Z?:l Z;LZ:I (yl] - MZ])Q) ;

pij = (XiB+ By + Zip + Zb;);.
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6.3 Block-Gibbs-Sampler im additiven gemischten Modell

Zu den in den Modellen und getroffenen Annahmen gibt es freilich Alter-
nativen. So kénnte man fiir die Kovarianzmatrizen 33 und Xy auch Matrizen verwen-
den, die keine Diagonalgestalt aufweisen. Als Priori-Verteilungen fiir die Kovarianzma-
trizen bieten sich dann inverse Wishartverteilungen an. Bei der Priori-Verteilung fiir den
Préazisionsparameter ist zu beachten, dass eine Gammaverteilung in Kombination mit dem

Aufdatierungsschritt fiir 7, genauer gesagt fiir Vi, ..., Viy_1, durchaus problematisch ist.
Dieser sei nochmal fiir h =1, ..., N — 1 aufgefiihrt:
N
Vile ~ Be (1 + np, ag + Z nl> .
I=h+1

Die vollstandig bedingte Dichte fiir g lautet im Falle einer Gammaverteilung als Priori:

N-1
ap|m™ ~ Ga (N — 1+ aq, bo — Z log(1 — Vh)> .
h=1

Niedrige Werte von ap nahe bei 0 resultieren in Vj,-Werten nahe bei 1. Diese fithren
wiederum zu sehr kleinen ag-Werten. Ist z.B. ag = 0.25 und wird V}, fiir einen leeren
Cluster aufdatiert, dem nur noch leere Cluster folgen, so lautet die Aufdatierungsdichte
fiir V3,: Be(1,0.25). Hierbei kann es passieren, dass fiir ein Vj, exakt 1 gezogen werden.
Dies fiihrt im néchsten Iterationsschritt wegen ag|m ~ Ga(N — 1+ aq,00) zu op = 0. Falls
der letzte Cluster h = N leer ist, ist fiir mindestens ein h =1, ..., N — 1 die vollstindig
bedingte Dichte durch Be(1 + nj,0) bestimmt und damit die allgemeine Annahme b > 0
bei der Beta-Verteilung Be(a, b) verletzt.

Dies ldsst sich vermeiden, wenn niedrige cp-Werte durch eine diskrete Verteilung per se
ausgeschlossen werden. So kann fiir « beispielsweise ein Gitter Q@ = {0.5,0.6, ..., 100}
verwendet werden. Die Priori-Verteilung gestaltet sich dann wie folgt:

ag~ Y Plag =w)d, Q=1{0.5,0.6, ..., 100}.
weN

Damit resultiert folgende vollstéindig bedingte Dichte:
N-1

ap|m ~ Zexp(( — 1Dlog(w) + (w—1) Zlog 1—-Vy)) Plag = w) by
weld h=1

Nichtsdestotrotz soll im weiteren Verlauf die Gammayverteilung als Priori fiir den
Prézisionsparameter verwendet werden. Moglicherweise auftretende fehlende Werte in-
nerhalb der Ziehungen werden in Kauf genommen.
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6 Das additive gemischte Modell

6.4 Implementierung

Die additiven gemischten Modelle mit DP- bzw. DPM-Priori, wie sie in Abschnitt
aufgefiithrt sind, werden Grundlage der Analysen in Kapitel [7] und [§] sein. Aus diesem
Grund wurden die entsprechenden Block-Gibbs-Algorithmen im Rahmen dieser Arbeit
eigens implementiert. Hierfiir wurde sowohl das Programm R als auch C++ verwendet.
Die Struktur der Implementierung ist dabei so konzipiert, dass die Modelle von R aus
durch die Funktionen blockDP() bzw. blockDPM() aufgerufen werden, welche intern auf
die C++-Funktionen R_DPmodel () bzw. R_DPMmodel () zugreifen, in denen dann die vom
jeweiligen Algorithmus vorgesehenen Berechnungen durchgefiihrt werden. Grundsétzlich
wurde beim Schreiben der Programme auf eine ausfiihrliche Kommentierung und eine
moglichst allgemeine Implementierung geachtet. Die Modelle lassen sich daher leicht auf
beliebige Datensitze bei einer groflien Vielfalt an Modifikationsmdoglichkeiten anwenden.

Im Folgenden soll die Struktur der Implementierung naher beleuchtet werden: Durch die
R-Funktionen blockDP() bzw. blockDPM() werden die jeweiligen Modellinformationen
eingelesen und verarbeitet. Die Bestandteile des zu berechnenden Modells kénnen dabei
beliebig zusammengestellt werden. So kann einerseits wie in Abschnitt vorgesehen
ein additives gemischtes Modell bestehend aus einem linearen Modell, einem P-Spline
und einem linearen gemischten Modell berechnet werden und andererseits auch nur eine
oder zwei dieser Modellkomponenten gewéhlt werden. Des Weiteren werden in den R-
Funktionen diverse Parameter initialisiert, die dann an die C+-+-Funktionen R_DPmodel ()
bzw. R_DPMmodel () {ibergeben werden. Dort werden die in Abschnitt beschriebenen
Algorithmen jeweils 1:1 umgesetzt. Hierfiir ist das Rechnen mit Matrizen notwendig, das
durch die Benutzung der Newmat-Bibliothek gew&hrleistet wurde. Die C++-Funktionen
R_DPmodel () und R_DPMmodel () sind in der Datei blockDP.cpp bzw. blockDPM. cpp ent-
halten. Darin befinden sich auch diverse Hilfsfunktionen, die zum einen die Transformati-
on von Modellgréfien von R nach C++ und umgekehrt ermdglichen und die zum anderen
wéhrend des Algorithmus bent6tigt werden. Auf die Funktionen der Dateien blockDP. cpp
bzw. blockDPM.cpp kann von R aus durch das Laden der Dateien blockDP.d1ll bzw.
blockDPM.d11 zugegriffen werden. Nach Beendigung des Algorithmus werden schliellich
die Informationen iiber sdmtliche gezogenen Werte in Matrixform ins R zuriickgegeben. In
der R-Funktion BlockDP() bzw. BlockDPM() werden dann lediglich die gezogenen Werte
mit dem zugehorigen Variablennamen versehen. Die Ausgabe der Funktionen stellt eine
Liste dar, die zum einen die beschriftete Matrix der Ziehungen und zum anderen eine
Zusammenstellung diverser Modellinformationen enthélt.

Zuvor geschriebene R-Funktionen erwiesen sich wegen zahlreicher verschachtelter Schleifen
fiir praktische Zwecke als zu langsam. Durch die Umlagerung der Algorithmen in C++
konnte eine enorme Verkiirzung der Rechenzeit erzielt werden: Die Rechengeschwindigkeit
erhohte sich in etwa um den Faktor 28. Dennoch sind zur Berechnung von Modellen, die
auf Datensétzen mit vielen Individuen beruhen, einige Stunden notwendig.
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6.4 Implementierung

Der Diplomarbeit ist eine CD beigelegt, die die zur Berechnung der Block-Gibbs-
Algorithmen notwendigen Dateien enthélt. Im Folgenden werde ein Uberblick iiber diese
Dateien gegeben:

- blockDP.cpp (beinhaltet u.a. die C4++-Funktion R_DPmodel()),

- blockDPM. cpp (beinhaltet u.a. die C++-Funktion R_DPMmodel () ),
- blockDP.d11 (kompilierte Fassung von blockDP.cpp),

- blockDPM.d11l (kompilierte Fassung von blockDPM. cpp),

- BlockDP.r (beinhaltet die R-Funktion blockDP()),

- BlockDPM.r (beinhaltet die R-Funktion blockDPM()),

- CallingBlockDP.r (enthélt exemplarische Aufrufe von blockDP() sowie Auswer-
tungsmoglichkeiten der Modelle),

- CallingBlockDPM.r (enthélt exemplarische Aufrufe von blockDPM() sowie Auswer-
tungsmoglichkeiten der Modelle),

- Hilfsfunktionen.r (enthélt Funktionen, die zum Auswerten eines Modells benétigt
werden),

- SimMixed3.r (beschreibt die Simulation in Kapitel [7),

- Latexplots.r (enthélt Funktionen, die zum Erstellen von Graphiken in dieser Arbeit
benétigt wurden).
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7 Analyse simulierter Daten

Im Folgenden soll untersucht werden, inwieweit die Verwendung eines DP-Modells bzw.
eines DPM-Modells fiir die Verteilung der zufilligen Effekte die Schitzergebnisse beziiglich
der b; im Vergleich zu einer traditionellen Normalverteilungsannahme verbessern kann. Das
Kapitel greift damit die Diskussion in Abschnitt [3.3] wieder auf und will anhand simulierter
Daten folgende These iiberpriifen: Im Falle nichtnormalverteilter zufélliger Effekte fiihrt
die Verwendung eines DPM-Modells zu besseren Schitzungen fiir die zufélligen Effekte.
Als Vergleichskriterium dient bei n Individuen der geschitzte Mean Square Error (MSE):

m:i;(bi_@)z.

Fiir die Simulation werde der Einfachheit halber von einem linearen gemischten Modell
mit folgender Struktur ausgegangen: Fiir den Einfluss der Kovariable ¢t werde ein linearer
Zusammenhang auf den Response y angenommen. Zudem erlaubt ein Random-Intercept
individuelle Verschiebungen hinsichtlich des Niveaus der Regressionsgeraden. Das Modell
lautet demnach fiir die Person ¢ =1, ..., n bei der Messung j =1, ..., n;:

Yij = Bo + Pitij + b; + €ij. (7.1)

Hierbei bezeichnet b den zentrierten zufélligen Effekt, wéhrend der gesamte zufillige
Effekt durch b; = By +b] beschrieben ist. Fiir die Fehlervariable wird die iibliche Annahme
Eij i N(0,02) fir allei = 1,...,nund j = 1, ..., n; getroffen. Als Besonderheit der
Simulation wird nun fiir b] statt einer Normalverteilung eine Mischverteilung bestehend
aus drei Normalverteilungen angenommen:

bf K w N (1, 02) + weN (2, 07) + wsN (3, 07) vi=1...,n (7:2)

7

Die Gewichte wq, wo und ws addieren sich hierbei zu 1. Zudem sollen die Erwartungs-
werte 1, p2 und p3 so aufeinander abgestimmt sein, dass fiir die Verteilung der b} ein
Erwartungswert von Null vorliegt. In den folgenden beiden Abschnitten werden zwei Si-
mulationen diskutiert, deren Einstellungen sich nur dahingehend unterscheiden, dass u1,
po und p3 einmal relativ weit entfernt voneinander liegen und das andere Mal nur geringe
Absténde aufweisen.
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7 Analyse simulierter Daten

7.1 Mischverteilte Daten mit groBen Unterschieden

Zunéchst wird eine Datenstruktur simuliert, die auf stark voneinander abweichenden Er-

wartungswerten der drei Normalverteilungen innerhalb der Mischverteilung (7.2)) beruht.

Konkret werden fiir die Simulation die Werte p1 = 4.5, s = —1.5 und ug = —4.5 gewéhlt.
Séamtliche Einstellungen der Simulation kénnen der Tabelle entnommen werden. Die
Messzeitpunkte sind dabei fiir alle Individuen gleich.

Daten n n; ti1 tia tis tia tis
20 ) 1 2 3 4 )
Fehlervarianz o?
0.5
feste Effekte Bo 051
8 3
zufilliger Effekt 05 41 L2 143 w1 Wa w3
1 4.5 —-15 | —4.5 ] 04 0.3 0.3

Tabelle 7.1: Simulationseinstellungen fiir grole Clusterunterschiede

Fiir die 20 Individuen ergibt sich damit beispielsweise ein Verlauf, wie er in Abbildung|[7.]]

ersichtlich ist.

25
|

20
|

15
|

10
|

Abbildung 7.1: Simuliertes Datenbeispiel fiir das Modell 1' geméf |D und den Ein-

stellungen in Tabelle
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7.1 Mischverteilte Daten mit grofien Unterschieden

In der Simulationsstudie sollen nun vier verschiedene Verfahren hinsichtlich des
geschétzten MSEs verglichen werden: zum einen die Maximum-Likelihood(ML)- und die
restringierte Maximum-Likelihood(REML)-Schétzung, die beide normalverteilte zufillige
Effekte unterstellen, und zum anderen das DP- und das DPM-Modell. Fiir letztere wer-
den zudem drei unterschiedliche Einstellungen fiir den Prizisionsparameter «g verwendet:
Einmal wird aq konstant gleich 1 gesetzt und die anderen beiden Male wird eine Gam-
maverteilung, namlich o ~ Ga(2,2) bzw. ap ~ Ga(2,4), als a priori gewahlt. Diese sind
durch [Escobar & West| (1995) bzw. Ishwaran & James (2002) motiviert. Tabelle stellt
die drei verschiedenen Modellannahmen zusammen. Werden in nachfolgenden Tabellen
und Graphiken Modelle mit Indizes versehen, so beziehen sie sich hierauf.

]Modelu\ Modell 2 \ Modell 3 \

’ apg =1 ‘ ag ~ Ga(2,2) ‘ ag ~ Ga(2,4) ‘

Tabelle 7.2: Die drei verschiedenen Modellannahmen fiir den Préizisionsparameter

Die (RE)ML-Schitzungen wurden mit Hilfe der Funktion 1me() aus dem R-Paket nlme
bestimmt. Fiir Erlduterungen zur genauen Modellspezifikation und Berechnungsweise sei
auf Laird & Ware| (1982) bzw. Lindstrom & Bates| (1988) verwiesen.

Das DP- und DPM-Modell werden gemé&fl Abschnitt formuliert und durch die dort
angegebenen Algorithmen im Rahmen eines additiven gemischten Modells geschétzt. Das
blockweise Aufdatieren in diesem Gibbs-Sampler macht es ndmlich méglich, dass Modell-
Komponenten wie hier der P-Spline ohne Probleme weggelassen werden kénnen. Das ad-
ditive gemischte Modell kann daher auf ein lineares gemischtes Modell reduziert werden.
Es muss allerdings beachtet werden, dass die Algorithmen keine interne Trennung der fe-
sten und zufélligen Effekte vorsehen. Dies war im additiv gemischten Modell nicht nétig,
da dort die zeitliche Variable stets nichtlinear modelliert wurde. Fiir die Trennung des
nichtlinearen und des zufilligen Effekts wurde dann eine Korrektur angewendet (vgl. Ab-
schnitt[6.2). Nun soll die Trennung der festen und zufilligen Effekte dahingehend erfolgen,
dass die Steigung als fester und der Intercept ausschlieflich als zufilliger Effekt betrachtet
wird. Die Analyse der zufilligen Effekte stiitzt sich daher auf den ,,gesamten® Intercept
b;, also auf den generellen Intercept plus die individuelle Abweichung davon. Die Berech-
nungen hierzu wurden mit eigens geschriebenen R- bzw. C++-Funktionen durchgefiihrt

(vgl. Abschnitt .

Die Tabelle enthélt die Informationen iiber sémtliche Modellannahmen. W beschreibt
die Ausdiinnung bei der Markovkette und gibt konkret dariiber Aufschluss, jedes wie-
vielte Glied der Kette in die Analyse eingeht. Die Bedeutung der iibrigen Kiirzel kann
den Modellgleichungen in entnommen werden. Im Falle eines DP-Modells sind die
Hyperparameter a; und b, ohne Bedeutung. In den Hyperparameter mg soll bereits das
Vorwissen eingehen, dass der zuféllige Effekt b; den globalen Intercept beinhaltet und nicht
um ihn zentriert ist. Ein vorab gerechnetes lineares Modell fithrte hier zur Priori-Annahme
mo = 8.
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7 Analyse simulierter Daten

MCMC Iterationen | Burnin | W
33000 3000 30
Fehlervarianz Qe be
0.0001 0.0001
fester Effekt ag bg mg 5[23
0.005 0.005 0 100
zufilliger Effekt | a, by ao bo mo s2 N
0.005 0.005 0.005| 0.005| 8 4 50

Tabelle 7.3: Annahmen bzgl. des MCMC-Algorithmus und der Hyperparameter

Fiir die Simulation wurden 50 Datensétze simuliert. Fiir jeden Datensatz und jedes Ver-
fahren wird die Quadratsumme der Differenz zwischen wahrem b; und geschétztem b; be-
rechnet und durch n geteilt. Der so resultierende geschitzte MSE dient als Giitenachweis
des Verfahrens. Die Tabelle fasst die Ergebnisse der Simulation zusammen, indem sie
den Mittelwert bzw. den Median der jeweiligen geschétzten MSEs bildet.

\ ML \REML\ DP, \ DP, \ DP, \DPM1 \ DPM, \ DPM, \

Mittelwert | 0.1166 | 0.1165 | 0.1645 | 0.1533 | 0.1637 | 0.1158 | 0.1163 | 0.1163
Median 0.1106 | 0.1105 | 0.1547 | 0.1462 | 0.1524 | 0.1103 | 0.1102 | 0.1110

Tabelle 7.4: Vergleich der Schitzgenauigkeit anhand der geschétzten MSEs

Man erkennt anhand Tabelle zunéchst, dass die drei DPM-Modelle hinsichtlich des
arithmetischen Mittels die niedrigsten und damit die besten Werte aufweisen. Auch
beziiglich des Medians schneiden die DPM-Modelle mit Ausnahme des Modells mit Priori-
Annahme ag ~ Ga(2,4) besser als die (RE)ML-Modelle ab. Die Unterschiede zu den ML-
bzw. REML-Schéitzungen, die mit Normalverteilungsannahme fiir die zufélligen Effekte
arbeiten, sind allerdings nur minimal. Eine wesentlich schlechtere Pridiktion liegt bei den
DP-Modellen vor. Offensichtlich ist eine diskrete Verteilung bei den zufélligen Effekte fiir
eine gute Anpassung nicht flexibel genug. Dies heben auch die Boxplots der geschitzten
MSEs in Abbildung deutlich hervor. Die Annahme fiir den Konzentrationsparameter
spielt hingegen in dieser Simulation eine untergeordnete Rolle.

Vergleicht man die (RE-)ML-Schéitzungen ausschlielich mit den DPM-Modellen, so muss
man feststellen, dass die bessere Schétzgiite der DPM-Modelle kaum der Rede wert ist.
Dies erstaunt — schlieflich liegen den simulierten Daten durch die Clusterstruktur ideale
Voraussetzungen fiir ein DPM-Modell zugrunde. Oder anders formuliert: Durch die Multi-
modalitit der Verteilung der zufilligen Effekte erscheint eine Normalverteilungsannahme
hierfiir denkbar unangebracht. Dennoch, und das ist die wesentliche Erkenntnis dieser
Untersuchung, sind darauf aufbauende Modelle auch bei nicht normalverteilten zufalligen
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Abbildung 7.2: Boxplots zu den geschitzten MSEs

Effekten erstaunlich flexibel. Das stellt zwar nicht die Schétzgiite der DPM-Modelle an
sich in Frage — ihre Motivierung erfihrt jedoch eine Einschriankung.

Waéhrend bisher die Giite der einzelnen Verfahren in frequentistischer Weise beurteilt wur-
den, womit man streng genommen eigentlich den Rahmen der Bayes-Inferenz verldsst, sol-
len nun die Schéitzresultate des DPM-Modells an einem konkreten Datenbeispiel genauer
analysiert werden. Hierzu dient die Datenstuktur geméfi Abbildung Das Interesse gilt
dabei vor allem der fiir Dirichlet-Prozesse charakteristischen Clustereigenschaft. Im DPM-
Modell ist es die Verteilung der 61, ..., 6,, deren Verteilung durch einen Dirichlet-Prozess
bestimmt ist. Auf sie wirkt der Cluster-Effekt. Die 6; mit i = 1, ..., n entsprechen den
Erwartungswerten bzgl. b; N (6;,03). Es stellt sich nun die Frage, welche Clusterstruk-
tur das Modell ausgibt. Die Antwort darauf ist mit folgender Problematik verbunden:
Dadurch, dass zur Schéitzung der 64, ..., 6, MCMC-Verfahren notwendig sind, liefert das
DPM-Modell lediglich zu jeder Iteration die Information, welche Individuen zu welchem
Cluster gehoren. Wie aber fasst man dies zu einer Gesamtaussage iiber die Clusterstruk-
tur zusammen? Eine Moglichkeit bestiinde darin, die in den Iterationen haufigste Cluster-
struktur anzugeben. Hier tritt allgemein folgendes Problem auf: Bei grofler Individuenan-
zahl n und grofler Trunkierung N sind hierbei so viele Kombinationen moglich, dass sich
kaum eine Clusterstruktur von den anderen hervorhebt. Unter Umsténden liegen sogar
ausschliellich verschiedene Strukturen vor. Eine andere Méglichkeit wére, fiir jedes Indi-
viduenpaar zu priifen, wie oft sie in den Iterationen demselben Cluster zugeordnet wurden,
um daraus die zugrunde liegende Clusterstruktur herauszuarbeiten. Eine Zusammenstel-
lung dieser Information fiir sémtliche Paare ist vor allem bei hohem n schwer auswertbar.
Des Weiteren konnte man sich auch von der genauen Clustereinteilung in jedem Itera-
tionsschritt 16sen und sie lediglich als einen beim Sampling im Hintergrund ablaufenden
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7 Analyse simulierter Daten

Mechanismus auffassen. Als Endergebnis liefert das Modell Schétzungen 61, ..., 6, sowie
einen Schétzer fiir die Anzahl der Cluster, der mit k bezeichnet werden soll. Anhand dieser
Informationen kann iiber externe Methoden der Clusteranalyse zu vorgegebener Cluster-
zahl eine optimale Zuordnung erlangt werden. Das sog. Varianzkriterium (engl. k¥ means
clustering) stellt ein solches Verfahren dar, das eine Partition dann als optimal ansieht,
wenn die Streuung innerhalb der Cluster minimal und zwischen den Clustern maximal ist.
Fiir eine genaue Beschreibung des Varianzkriteriums sei auf [Fahrmeir, Hamerle & Tutz
(1996) verwiesen. Bei diesem Vorgehen ist zu beachten, dass die vom Modell ausgegebene
geschitzte Anzahl der Cluster mafigebend von dem Prézisionsparameter bestimmt wird.
Ein kleines ag, wie es z.B. durch eine Priori-Annahme ag ~ Ga(2,4) induziert wird, fiithrt
zu einer sehr groben Clusterstruktur, d.h. zu einer geringen Anzahl an Cluster (vgl. Abbil-
dung4.3). Die Clustereigenschaft des Dirichlet-Prozesses darf also nicht als ein Instrument
angesehen werden, das stets zu jeder Form von Daten die wahre, zugrunde liegende Clu-
sterstruktur ausgibt (vgl. Dunson| (2008)). Die resultierende Clusterstruktur ist stets mit
den zugehorigen Modellannahmen verkniipft.

Ein DPM-Modell mit den Einstellungen gemifl Tabelle und ag ~ Ga(2,4) liefert fir
die Anzahl der Cluster einen Schitzwert von 3. Dies erhélt man, wenn man den Median
von den Clusteranzahlen sémtlicher Iterationen bildet. Ordnet man nun iiber das Varianz-
kriterium, die Schétzungen 01, ..., 0, bzw. by, ..., by 3 Clustern zu, ergibt sich Abbildung
.3l

— Clusterg‘
— Cluster 6,

Abbildung 7.3: Clusterzuweisung der Individuen hinsichtlich 6; und b;

Es fillt dabei auf, dass zwar fiir die zufilligen Effekte b; die Niveaustufen der 3 Cluster klar
ersichtlich sind, jedoch wire zu erwarten gewesen, dass dies gerade fiir die Erwartungs-
werte 0;, fiir die eigentlich die Einteilung in Cluster durch den Dirichlet-Prozess erfolgt,
der Fall ist. Die drei Clusterlokationen der 6; liegen allerdings relativ nahe im Bereich des
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7.2 Mischverteilte Daten mit geringen Unterschieden

generellen Effekts beieinander. Offenbar werden den beiden dufleren Clustern wihrend des
Algorithmus haufig Individuen zugewiesen, die der wahren Struktur zu Folge eigentlich zu
einem anderen gehoren. Auf diese Weise entsteht fiir alle drei Clusterlokationen eine Ten-
denz zur Mitte. Dies macht plausibel, warum die DPM-Modelle kaum eine Verbesserung
gegeniiber den traditionellen (RE)ML-Schéitzungen vorweisen kénnen. Wenn hinsichtlich
der Erwartungswerte der drei Normalverteilungen in keine Unterschiede vorliegen,
dann entspricht das de facto einer fiir alle Individuen einheitlichen Normalverteilungs-
annahme fiir die zufiilligen Effekte. Aus demselben Grund liefern Kerndichteschétzer fiir
die geschétzten zufilligen Effekte beziiglich des DPM-Modells und des geméfi Maximum-
Likelihood bestimmten Modells mit Normalverteilungsannahme dasselbe FErgebnis. Die
geschitzten Kurven sind nahezu deckungsgleich (vgl. Abbildung .
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(a) Normalverteilungsannahme fiir b; (ML) (b) DPM-Modell fiir b;

Abbildung 7.4: Kerndichtschétzer fiir b; mit Bandweite 1 und GauB-Kern

7.2 Mischverteilte Daten mit geringen Unterschieden

Dieselben Untersuchungen wie in Abschnitt sollen nun an simulierten Daten durch-
gefiithrt werden, deren zufillige Effekte einer Mischverteilung mit nahe beieinander liegen-
den Klassenmittelpunkten folgen. Die Erwartungswerte der Normalverteilungen in
werden nun mit p; = 1.5, go = —0.5 und pu3 = —1.5 gewéhlt. Abgesehen davon entspre-
chen die Simulationseinstellungen denen in Abschnitt Sie sind nochmal in Tabelle
zusammengefasst.

Damit resultiert zum Beispiel eine Datenstruktur wie in Abbildung Dort sieht man,
dass die Clusterstuktur in den Daten kaum noch wahrnehmbar ist.

Die zu vergleichenden Modelle sind analog zu Abschnitt gegeben. Die Wahl der Hyper-
parameter und der Einstellungen des MCMC-Algorithmus werden erneut geméfl Tabelle
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7 Analyse simulierter Daten

Daten n n; ti1 Lio li3 27} lis
20 ) 1 2 3 4 b)
Fehlervarianz o?
0.5
feste Effekte Bo 01
8 3
zufilliger Effekt | o7 T 1o 13 w1 wo w3
1 1.5 —-05| —-15] 04 0.3 0.3

Tabelle 7.5: Simulationseinstellungen fiir kleine Clusterunterschiede

Abbildung 7.5: Simuliertes Datenbeispiel fiir das Modell ll geméif 1’ und den Ein-
stellungen in Tabelle [7.5
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7.2 Mischverteilte Daten mit geringen Unterschieden

gewdhlt. Das FErgebnis der Simulation mit 50 Datensétzen ist dem der Datensituation
mit weit auseinander liegenden Clustern sehr #hnlich (vgl. Tabelle und Abbildung.

] \ ML \REML\ DP, \ DP, \ DP;, \DPM1 \ DPM, \ DPM, \

Mittelwert | 0.1227 | 0.1226 | 0.1496 | 0.1409 | 0.1504 | 0.1231 | 0.1229 | 0.1232
Median 0.1249 | 0.1252 | 0.1436 | 0.1356 | 0.1427 | 0.1243 | 0.1228 | 0.1234

Tabelle 7.6: Vergleich der Schitzgenauigkeit anhand der geschétzten MSEs

Die DPM-Modelle weisen zwar hinsichtlich des Medians der schéitzten MSEs bessere Werte
auf als die Modelle mit Normalverteilungsanahme fiir die zufélligen Effekte, beziiglich des
arithmetischen Mittels verhilt es sich jedoch umgekehrt. Insgesamt sind die Differenzen
der Verfahren gering. Die DP-Modelle sind hinsichtlich der Schatzgiite deutlich schlechter,
wenn auch die Unterschiede nicht so grof sind wie in Abschnitt
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Abbildung 7.6: Boxplots zu den geschitzten MSEs

Abgesehen von einem Vergleich der Schétzgiite ist es nun interessant, inwieweit die drei
nahe beieinander liegenden Clusterlokationen von dem DPM-Modell erfasst werden. Hier-
zu soll an den Daten in Abblldung [7.5] dieselben Untersuchungen vorgenommen werden
wie in Abschnitt |7 - Die 61, ..., 6, Schéitzungen und bi, ..., b, werden jeweils den k
vorgegebenen Clustern nach dem Varianzkriterium zugewiesen. Abbildung [7.7] zeigt das
Ergebnis eines DPM-Modells mit den Einstellungen gem#f Tabelle 7.3l und ag ~ Ga(2,4).
Die Anzahl der Cluster wurde dabei korrekterweise mit 3 geschétzt.

Wéhrend die geschétzten 51, ey by, der wahren Struktur gemif zugeordnet werden, liegen
hinsichtlich der 64, ..., 8, offenbar keine Unterschiede vor, die eine differenzierte Cluster-
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A
- Cluster%
— Cluster 6,

1 2 3 4 5

Abbildung 7.7: Clusterzuweisung der Individuen hinsichtlich él und Bz

einteilung moglich machen wiirde. Waren bei der Datenstruktur in Abschnitt hierfiir
noch verschiedene Stufen erkennbar (vgl. Abbildung , so sind diese nun egalisiert,
was zu den nahezu dquivalenten Schétzresultaten der DPM-Modelle und der Modelle mit
Normalverteilungsanahme fiir die zufélligen Effekte fithrt. Die Kerndichteschétzer fiir die
zufiilligen Effekte sind folglich wiederum praktisch identisch (vgl. Abbildung .
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(a) Normalverteilungsannahme fiir b; (ML) (b) DPM-Modell fiir b;

Abbildung 7.8: Kerndichtschétzer fiir b; mit Bandweite 1 und GauB-Kern

Die Kerndichteschétzer in Abbildung zeigen auch, dass die Erwartungswerte der Nor-
malverteilungen in der Mischverteilung offensichtlich zu nahe beieinander liegen, als
dass dies anhand der Daten erkannt werden kénnte. Statt einer trimodalen Dichte wie in
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7.3 Zusammenfassung der Simulationsergebnisse

Abbildung zeigt sich nun eine unimodale geschétzte Dichte. Lediglich eine Wélbung in
dem Bereich um t = 10 weist auf eine Asymmetrie der zufilligen Effekte hin.

7.3 Zusammenfassung der Simulationsergebnisse

Die Simulationsbeispiele in den Abschnitten und zeigen, dass DPM-Modelle und
Modelle, die mit Normalverteilungsannahme fiir die zufilligen Effekte arbeiten, eine
dhnliche Schétzgiite aufweisen. DP-Modelle lieferten beziiglich der geschéitzten MSE deut-
lich schlechtere Resultate, was auf die diskrete Verteilung zuriickzufiihren ist. Ein Hinweis,
warum die DPM-Modelle trotz des fiir die zufilligen Effekte gewéhlten Mischungsansat-
zes die Schitzgiite der Modelle mit Normalverteilungsannahme fiir die zufilligen Effekte
nicht wesentlich {iberbieten konnten, geben die beiden konkreten Datenbeispiele. Sie zei-
gen, dass die DPM-Modelle es nicht vermochten, die drei verschiedenen Niveaustufen des
Intercepts durch die Schétzungen 01, .. . 0,, in ausreichender Weise zu erfassen. Es stellt
sich die Frage, ob durch eine geschicktere Adjustierung der Modellgrofien bessere Ergeb-
nisse erzielt werden konnten. Ein ausfiihrliches Studium dieses Sachverhalts liegt aber
jenseits dieser Arbeit, so dass die Frage unbeantwortet bleibt. Nichtsdestotrotz kann ei-
ne wichtige Erkenntnis festgehalten werden: Die Annahme einer Normalverteilung fiir die
zufillligen Effekte erweist sich selbst bei einer zugrunde liegenden Mischverteilung als ein
gutes Schéitzinstrument. Dies deckt sich mit den Ergebnissen einer umfangreichen Simula-
tionsstudie von |Li, Lin & Miiller| (2007). Sie stellten fest, dass im Rahmen eines additiven
gemischten Modells bei bimodal verteilten zufilligen Effekte die Normalverteilungsannah-
me immer noch zu robusten Schétzungen aller Modellparameter fiithrt. Effizienznachtei-
le gegeniiber einem DP-Modell im Sinne eines hcheren MSEs koénnen lediglich bei be-
stimmten festen Effekten festgestellt werden. Ein Erklarungsansatz fuflt auf der Tatsache,
dass es sich bei der Dirichlet-Prozess-Priori im bayesianischen Sinne letzlich nur um eine
Priori-Annahme handelt. Bei wachsendem Stichprobenumfang sinkt ihr Einfluss und die
Schétzergebnisse werden hauptsichlich durch die Daten selbst bestimmt. Hinzu kommt,
dass, selbst wenn die fiir alle Individuen einheitliche Priori der zufélligen Effekte ungiinstig
gewihlt ist, die Posteriori-Verteilung fiir b; eine fiir jedes Individuum separate Anpassung
gewahrt.
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8 Datenanalyse: LISA-Daten

In diesem Kapitel wird das additive gemischte Modell aus Kapitel [6] auf ein Datenbei-
spiel angewendet. Hierfiir dienen die LISA-Daten, die in Abschnitt kurz vorgestellt
werden. Eine ausfiihrlichere Beschreibung der Daten findet sich bei Fenske| (2008]). In den
anschlieBenden Abschnitten werden die Ergebnisse berechneter Modelle veranschaulicht
und diskutiert.

8.1 LISA-Daten

Die LISA-Studie stellt eine Langsschnittstudie dar, deren Ziel es ist, die Zusammenhénge
zwischen den Lebensumstidnden und der Entwicklung des Immunsystems bei Kindern in
Deutschland in ihren ersten Lebensjahren zu untersuchen. So steht die Abkiirzung LISA
fir Influences of Life-style factors on the development of the Immune System and Allergies
in Fast and West Germany. Die Studie lasst sich jedoch auch dazu verwenden — und so
soll es im weiteren Verlauf geschehen —, die zeitliche Entwicklung des Korpergewichts der
Kinder zu analysieren. Konkret dient als Untersuchungsmerkmal der Body Mass Index,
der das Korpergewicht auf folgende Weise in Relation zur Kérpergrofie setzt:

Korpergewicht [kg]

BMI = .
(Korpergrofie)? [m?]

Fiir die LISA-Studie wurden an vier Standorten in Deutschland (Miinchen, Leipzig, Wesel
und Bad Honnef) insgesamt 3097 Kinder beobachtet, die zwischen Ende 1997 und Anfang
1999 geboren wurden. Das vorliegende Datenmaterial der Studie umfasst fiir jedes Kind
von seiner Geburt an bis zum Alter von sechs Jahren neun Messzeitpunkte, an denen es
untersucht und seine Eltern mittels Fragebogen iiber die Lebensumstéinde ihres Kindes
befragt wurden. Neben den Angaben zum Alter und zum Body Mass Index beinhaltet der
zugrunde liegende Datensatz zeitkonstante Kovariablen. Die folgende Analyse konzentriert
sich jedoch im Besonderen auf die Untersuchung des Alterseffekts auf den Body Mass
Index.

Dem Problem mit fehlenden Werte wird im Folgenden durch eine Complete-Case-Analysis
begegnet, d.h. die Beobachtungen zum Zeitpunkt ¢;; finden nur dann in der Analyse
Beriicksichtigung, wenn dort sédmtliche Angaben vorhanden sind. Fehlt also fiir ein In-
dividuum ¢ bei der j-ten Messung die Information zum Alter oder zum BMI, wird nur
die entsprechende Beobachtung entfernt, fehlt hingegen der Wert einer zeitkonstanten Ko-
variable, wird die Person génzlich ausgeschlossen. Damit resultieren 2043 Individuen bei
insgesamt 17316 Beobachtungen.
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Abbildung 8.1: Individuelle BMI-Verldufe in Abhéngigkeit vom Alter bei zwolf zufillig
ausgewihlten Kindern

BMI [kg/m?]

15
|

o

10

Alter [Jahre]

Abbildung 8.2: Streudiagramm zu den BMI-Messungen in Abhéngigkeit vom Alter
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8.1 LISA-Daten

Abbildung veranschaulicht fir zwolf zufillig ausgewédhlte Kinder die individuellen
Verldufe der Zielgrofle BMI hinsichtlich der Einflussgréfie Alter. Das Alter ist dabei stets
mit der beobachteten Zeitspanne identisch, da die erste Messung bei jedem Kind zur
Geburt stattfand. Die sogennanten Traceplots zeigen bei den meisten Kindern einen stei-
len Anstieg des BMI in den ersten sechs Lebensmonaten und einen daraufhin folgenden
leichten Riickgang. Ein solcher Eindruck lésst sich auch im Streudiagramm in Abbildung
erkennen. Dort werden fiir alle Messzeitpunkte die jeweiligen BMI-Werte eingetragen,
wobei nicht unterschieden wird, welche Punkte zu welchem Individuum gehoren.

Neben dem Alter kénnen noch weitere Kovariablen hinsichtlich eines signifikanten Effekts
auf den BMI tiberpriift werden. Die Tabelle und die Tabelle liefern eine Ubersicht
iiber die kategorialen bzw. metrischen Pradiktoren auf der Basis des reduzierten Daten-

satzes.
Variable Beschreibung Kategorien rel. abs.
Hauf. Héauf.
sex Geschlecht 0 = weiblich 47.2% 964
1 = ménnlich 52.8% 1079
breast Nahrung in den ersten 0 = Flasche und Muttermilch  40.5% 828
6 Lebensmonaten 1 = nur Muttermilch 59.5% 1215
tvpe Zeit pro Tag vor 1 = weniger als eine Stunde 72.1% 1472
Fernseher und Computer 2 = 1 bis 2 Stunden 26.6% 543
im Alter von 4 Jahren 3 = mehr als 3 Stunden 1.4% 28
mSmoke  Rauchen der Mutter in 0 = nein 86.0% 1756
der Schwangerschaft 1=ja 14.0% 287
mEdu héchster Schulabschluss 1 = kein Abschluss 0.4% 9
der Mutter 2 = Hauptschulabschluss 6.1% 124
3 = Realschulabschluss 36.1% 737
4 = Fachabitur 19.0% 389
5 = Abitur 38.4% 784
area Umgebung 0 = lidndlich 21.5% 439
1 = stédtisch 78.5% 1604

Tabelle 8.1: Beschreibung der kategorialen Kovariablen
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Variable Beschreibung Median Mittelw. Stand.

ageY Alter (in Jahren) 0.52 1.39 1.76

wgain2y Gewichtszuwachs bis zum Alter von 2 Jah- 8.83 8.91 1.29
ren (in kg)

outdoor im Freien verbrachte Stunden im Alter von 3.50 3.45 1.15
4 Jahren (in Stunden pro Tag)

mBMI BMI der Mutter (in kg/m?) 21.72 22.58 3.74

mDiffBMI  BMI-Differenz der Mutter in der Schwan- 4.96 5.12 1.63

gerschaft (in kg/m?)

Tabelle 8.2: Beschreibung der metrischen Kovariablen

8.2 DPM-Modell mit P-Spline, zufalligen Effekten 1. Grades
und festen Effekten

Die folgende Regressionsanalyse befasst sich in erster Linie mit dem Effekt des Alters auf
den BMI. Den Traceplots in Abbildung und dem Streudiagramm in Abbildung
zu Folge liegt hierfiir ein nichtlinearer Zusammenhang vor. Das Verwenden eines linearen
Modells fiir die Variable Alter ist daher ausgeschlossen und es muss auf nonparametrische
Inferenz-Methoden geméifi Abschnitt zuriickgegriffen werden. Diese sind allerdings mit
folgendem Problem konfrontiert: Die besondere Struktur der Daten mit Messungen zu
regelméfigen Zeitpunkten resultiert in mehreren Punktwolken, wohingegen in den dazwi-
schen liegenden Zeitspannen kaum Messungen vorliegen. Lokale Schitzungen in diesem
Bereich werden daher nur durch wenige Datenpunkte gesteuert. Dies birgt die Gefahr,
dass dort der zeitliche Effekt in Richtung dieser Daten verzerrt wird. Penalisierte Splines,
wie z.B. die P-Splines, die die Rauheit der geschéitzten Funktion bestrafen, sind wirkungs-
volle Methoden, solche Ausschlige der Funktion zu unterbinden. Der generelle Effekt des
Alters auf den BMI soll daher im Folgenden durch einen P-Spline modelliert werden.

Um der longitudinalen Struktur gerecht zu werden, sollen zufillige Effekte die individuellen
Aspekte des Alters erfassen. Die in Abschnitt [6.2] beschriebene Problematik der ,,doppelten
Erfassung“ des zeitlichen Effekts soll durch eine Zentrierung der zufélligen Effekte in jedem
Iterationsschritt gelost werden. Diese lassen sich damit auch stets als individuelle Abwei-
chungen vom generellen Alterseffekt interpretieren. Den Grad der zufélligen Effekte be-
treffend konzentriert sich die Analyse im Wesentlichen auf zufillige Effekte 1. Grades. Dies
ldsst sich folgendermaflen motivieren: Betrachtet man exemplarisch die zeitlichen Verldufe
des Body-Mass-Index fiir ein paar Individuen (vgl. Abbildung [8.1)), so fillt zunéchst auf,
dass sie sich in erster Linie hinsichtlich des Niveaus unterscheiden. So manches Kind weist
schon in den ersten Lebensmonaten einen hoheren BMI als andere Kinder auf und ent-
wickelt sich dann aber dhnlich zu den anderen Kindern - nur auf einem anderen Level.
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Die Analyse sollte daher in jedem Fall einen Random-Intercept enthalten. Dariiber hinaus
fallt auf, dass bei der zeitlichen Entwicklung im Bereich des jeweiligen BMI-Maximums
deutliche Unterschiede vorliegen. Bei manchen Kindern ist die Kriimmung im ersten Le-
bensjahr viel deutlicher ausgeprigt als bei anderen. Durch zufillige Effekte ersten Grades
sollen daher auch die individuellen Steigungen beriicksichtigt werden.

Abgesehen vom Alter sollen noch weitere Kovariablen in die Regressionsanalyse einge-
hen und auf einen signifikanten Effekt auf den BMI iiberpriift werden. Hierfiir wurden
die Dummyvariablen ,sex“, ,mSmoke“ und ,area“, sowie die stetige Variable ,mBMI“
herangezogen. Sie werden linear ins Modell aufgenommen.

Fir diese Zielstellung soll nun ein additives gemischtes Modell berechnet werden, wie es
in Kapitel [0] hergeleitet wurde. Fiir die Verteilung der zufilligen Effekte wird ein DPM-
Modell verwendet, welches sich nach Kapitel [7| als besser als das DP-Modell erwiesen hat.
Die Berechnungen werden mittels der R-Funktion BlockDPM() (vgl. Abschnitt durch-
gefithrt, die das Modell berechnet. Die Hyperparameter und MCMC-Einstellungen
werden geméifl Tabelle [8.3] gewiihlt.

MCMC Iterationen | Burnin | W
55000 5000 50
Fehlervarianz Qe b
0.0001 0.0001
feste Effekte ag bgs mg 5%
0.005 0.005 0 100
P-Spline a~ b, m l k
0.005 0.005 12 3 2
zufillige Effekte | a; by, ag bo g b myg 5(2) N
0.005 0.005 0.005 | 0.005 | 2 4 0 10 100

Tabelle 8.3: Annahmen bzgl. des MCMC-Algorithmus und der Hyperparameter

Die Bedeutung der Kiirzel kann weitestgehend dem Abschnitt [6.3|entnommen werden. Hin-
sichtlich der P-Spline-Einstellungen sei daran erinnert, dass m fiir die Anzahl der Knoten
(ohne Knotenerweiterung), [ fiir den Grad der polynomialen Struktur und & fiir die Ord-
nung steht, mit der der Spline penalisiert wird (vgl. Abschnitt . Grundsiétzlich wurden
die Einstellungen so gewé&hlt, dass kaum ein a priori Wissen in die Modellierung eingeht.
Lediglich die fiir den Prézisionsparameter oy angenommene Ga(2,4) féllt aus diesem Sche-
ma heraus; diese wurde gewahlt, um eine relativ grobe Clustereinteilung herbeizufiihren.

Die Modellschétzung liefert nun folgende Resultate: Zunéchst fasst Tabelle die In-
formation aus den Ziehungen der Fehlervarianz und der festen Effekte zusammen. Die
Schétzungen B sind durch den Mittelwert oder durch den Median gegeben, wihrend die
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empirische Standardabweichung auf die Schétzpréizision hinweist. Zudem werde fiir die
Schétzer jeweils ein Kredibilitdtsintervall zum Grad 0.95 angegeben, das ebenfalls die
Schétzgenauigkeit beschreibt und Aufschluss dariiber gibt, ob es sich um einen signifikan-
ten Effekt handelt. Hierfiir werden symmetrische Kredibilitédtsintervalle aufgefiihrt, die an
beiden Enden der empirischen Verteilung der Ziehungen jeweils 2.5% abschneiden.

’ ‘ Mittelwert ‘ Median ‘ emp. Stand. | 2.5%-Quantil | 97.5%-Quantil

o? 0.97791 | 0.97728 0.01469 0.94968 1.00745
sex 0.31300 | 0.31190 0.04132 0.23430 0.39693
mBMI 0.04176 | 0.04183 0.00569 0.03118 0.05282
mSmoke 0.08490 | 0.08576 0.05695 -0.02314 0.18757
area 0.00696 | 0.00885 0.05318 -0.09640 0.11140

Tabelle 8.4: Schétzergebnisse der Fehlervarianz und der festen Effekte

Man erkennt anhand der Tabelle dass es sich bei den Variablen ,;sex“ und ,,mBMI“ um
signifikante Einflussgrofien auf dem Niveau 5% handelt. Die jeweiligen symmetrischen 95%-
Vertrauensintervalle enthalten nicht die Null, so dass jeweils die Hypothese 5, = 0 zum
Niveau 5% abgelehnt werden kann. Der Body-Mass-Index ist bei Jungen durchschnittlich
um ca. 0.31 hoher als bei Médchen, wenn hinsichtlich der anderen Einflussgroflen dieselben
Auspragungen vorliegen. Ebenso fiihrt ein hoherer BMI der Mutter auch zu einem hoheren
BMI des Kindes, sofern alle anderen Kovariablen konstant sind. Es zeigt sich jedoch, dass
die Tatsache, ob die Mutter in der Schwangerschaft geraucht hat oder nicht, keinen signi-
fikanten Einfluss auf den BMI des Kindes ausiibt. Selbiges lasst sich fiir die Kovariable
yarea“ sagen: Ob ein Kind in der Stadt oder im lindlichen Raum aufwéchst, hat hin-
sichtlich des BMIs keine wesentliche Bedeutung. Diese Aussagen beziehen sich dabei auf
die hier gewihlte Kovariablenstrukur und gelten unter den jeweiligen Auspriagungen der
anderen Einflussgrofien.

In der Abbildung konnen die Samplingpfade und die Dichteschétzungen zu den fe-
sten Effekten begutachtet werden. Daran erkennt man ebenso wie in Abbildung die
die Autokorrelationsfunktionen der Ziehungen darstellt, dass sich fiir die Einflussgrofien
»sex“ und ,,mSmoke®“ nahezu perfekte Samples ergeben haben, wihrend bei den Varia-
blen ,mBMI* und , area® trotz einer Ausdiinnung vom Faktor 50 noch Autokorrelationen
innerhalb der Samples vorzufinden sind. Dennoch kann in den Pfaden ein Rauschen um
einen festen Wert beobachtet werden, so dass dieser als Schéitzung fiir den entsprechenden
Koeffizienten dient.

Der geschéitzte zeitliche Verlauf soll durch Abbildung veranschaulicht werden. Die Ko-
variablenwerte der festen Effekte werden hierbei gemittelt, so dass die Graphik ausschlie3-
lich den Effekt der Variable ,,ageY“ auf den BMI visualisiert. Jene zeigt diesbeziiglich zum
einen den allgemeinen geschiitzten Effekt (rote Linie) und zum anderen die Datenpunkte
und den geschétzten Effekt fiir 4 ausgewéhlte Individuen. Die Tabelle [8.5] setzt die Farben
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Abbildung 8.
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8 Datenanalyse: LISA-Daten

in der Graphik mit den Personen in Verbindung. Diese kénnen entweder durch die dem
Datensatz zugehorige Variable ,,id“ oder durch eine Personennummer identifiziert werden.
FEine Personennummer 824 sagt beispielsweise aus, dass die entsprechende Person von den
n = 2043, nach der Variable ,id“ aufsteigend geordneten Individuen die 824. ist.

Variable ,,id* Personennummer‘ Farbe ‘

92185191 824 hellgriin
92189214 888 orange
94182011 1786 hellblau
95089461 2037 lila

Tabelle 8.5: Identifikationsschliissel der vier ausgewéhlten Individuen

Die vier Individuen in Abbildung wurden deshalb ausgewihlt, da sie relativ auffillige
Verldufe aufweisen und exemplarisch fiir bestimmte Entwicklungsformen stehen. So weist
ein Kind generell sehr niedrige BMI-Werte (id=92189214) auf, ein weiteres ist durch rela-
tiv hohe BMI-Werte mit einem sehr stark ausgeprigtem Maximum im ersten Lebensjahr
charakterisiert (id=92185191), bei einem drittem Kind findet nach dem 1. Lebensjahr un-
typischerweise ein Anstieg des BMI statt (id=95089461) und zu guter Letzt wird ein In-
dividuum betrachtet, dass mit seinen BMI-Werten weitestgehend im Normalbereich liegt,
jedoch im Alter von 2 Jahren einen sehr hohen Wert aufweist, dessen Korrektheit ange-
zweifelt werden kann (id=94182011). Das Augenmerk liegt nun darauf, wie das Modell auf
solche extremen Ausprigungen reagiert.

Zunéchst zeigt Abbildung einen nichtlinearen Verlauf fiir den generellen Altersef-
fekt: Einem sehr steilen Anstieg in den ersten sechs Lebensmonaten folgt ein langsamer
Riickgang. Insgesamt weist der P-Spline eine leicht unruhige Form auf. Dies liegt daran,
dass in bestimmten Bereichen kaum Messungen vorliegen und diese dann die Schéitzung
in den jeweiligen Bereichen stark beeintréchtigen. Die Penalisierung des Splines wirkt die-
sem Phénomen zwar entgegen, eine vollig glatte Kurve konnte dadurch aber nicht erreicht
werden. Hinsichtlich der ausgewéhlten Individuen erkennt man, wie die zufélligen Effekte
1. Grades einerseits eine individuelle Niveau-Verschiebung zulassen und andererseits auch
die Steigung individuell gestalten konnen. Fiir eine genauere individuelle Anpassung, wie
es z.B. fiir das Individuum 92185191 im Bereich des Maximums notig wére, ist der Grad
allerdings zu niedrig.

Exemplarisch sollen in Abbildung fiir die vier Individuen die Samplingpfade fiir den
Random-Intercept beziiglich der jeweils 1000 gespeicherten Werte angegeben werden. Die-
se sind alles in allem ganz passabel; sie zeigen jedoch auch auf, dass gelegentlich kleinere
Spriinge auftreten. Die Ursache liegt in der Clusterstruktur hinsichtlich des Erwartungs-
werts fiir die Verteilung eines zufilligen Effekts. Das Aufdatieren einer Clusterlokation
richtet sich stets nach allen Individuen in diesem Cluster. So kann es passieren, dass ein
Individuum ¢, wenn es in gewisser Weise zwischen zwei Clustern steht, eine Zeit lang mehr
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dem einen und dann, wenn sich die andere Clusterlokation in die eigene Néhe verschoben
hat, dem anderen Cluster zugewiesen wird. Ein baldiges Zuriickspringen in den alten Clu-
ster kann ausbleiben, wenn sich dessen Lokation durch die Abwesenheit der Person ¢ von
eben dieser Person entfernt hat. Die Samplingpfade der anderen zufélligen Effekte und die
der Parameter des P-Splines konnen mit zufriedenstellend bis tadellos beurteilt werden.

20
|

BMI

N
— Cluster,kgi
— Cluster 6

10

T T T T T T T
0 1 2 3 4 5 6

Abbildung 8.7: Clusterzuweisung der Individuen hinsichtlich 6; und b;

Schliefllich werden in Analogie zu Kapitel |7] die Schétzungen él, cees 6,, bzw. by, ey by,
in die geschétzten 13 Cluster eingeteilt. Man erkennt anhand Abbildung dass sich
die damit resultierenden Cluster sowohl hinsichtlich der éz als auch der Bl hauptséchlich
im Niveau unterscheiden. Der Anstieg des BMIs in den ersten sechs Lebensmonaten fallt
in den Clustern unterschiedlich steil aus. Danach aber sind die Verldufe nahezu parallel.
Dies bedeutet, dass fiir ein ein halbes Jahr altes Kind die Entwicklung seines BMIs gut
prognostiziert werden kann, indem man das BMI-Niveau, das das Kind zu diesem Zeit-
punkt hat, entsprechend weiterverfolgt. Es gibt jedoch eine Gruppe von Kindern, die aus
diesem Schema herausfillt. Sie haben hinsichtlich ihres BMIs kein Maximum im ersten
Lebensjahr. Stattdessen steigt ihr BMI von einem zum Zeitpunkt ageY = 0.5 noch vollig
durchschnittlichen Level in den néchsten Jahren kontinuierlich an, bis sie schliellich im
Alter von 4 Jahren verglichen mit den anderen Clusterstufen zu den Kindern mit dem
groffiten BMI und damit zu den dicksten Kindern zdhlen. Dieser Cluster wird auch hin-
sichtlich der 6; erfasst. Ein Indiz dafiir, dass er wirklich ernst zu nehmen ist. SchliefSlich
unterliegt den 6; eine Tendenz zur Mitte, der die Unterschiede zwischen den 6; gering
werden lésst (vgl. Kapitel B) Diese Tendenz erkennt man an den éz sowie an den l;i, wenn
auch nicht in so starkem MaBle. Der bei der Korrektur vollzogene Zentrierungsschritt spielt
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in diesem Zusammenhang auch eine Rolle. Er legt fest, dass sich die zufilligen Effekte b;
aller Individuen insgesamt aufheben. Gébe es nur einen einzigen Cluster, so fithrte das zu
0, =0Vi= 1, ..., n. Ebenso ist es plausibel, dass auch bei paar Clustern die Unterschiede
zwischen den éz nicht allzu grof§ ausfallen werden. Umso hervorhebenswerter ist es, wenn
wie in diesem Beispiel relativ deutlich Unterschiede hinsichtlich der 0; vorliegen.

8.3 DPM-Modell mit P-Spline und individuellen TP-Splines

Im weiteren Verlauf steht ausschliellich der zeitliche Effekt auf den BMI im Fokus. Ein Mo-
dell mit zufilligen Effekten 1. Grades wie in Abschnitt macht es moglich, hinsichtlich
des Alterseffekts individuelle Niveauverschiebungen und Steigungsénderungen in Relation
zum generellen P-Spline zu modellieren. Abbildung[8.5|zeigt aber, dass zufillige Effekten 1.
Grades nicht flexibel genug sind, um die unterschiedlich ausgeprigten individuellen Maxi-
ma im Bereich des ersten Lebensjahres addquat zu modellieren. So ist beispielsweise an In-
dividuum 92185191 erkennbar, dass der steile Anstieg des BMIs bis zu dem auf sehr hohem
Niveau liegenden Maximum und der entsprechnend steile Riickgang nicht ausreichend er-
fasst werden. In diesem Zusammenhang ist es interessant, das Modell zu individuellen TP-
Splines 1. Grades zu erweitern. Hierbei sollen ein oder zwei Knoten im Bereich des ersten
Lebensjahres bessere lokale Schiatzungen ermoglichen. Konkret bietet es sich an, einen Kno-
ten bei 0.5 zu wéhlen, da dort in etwa die meisten Kinder ihr persénliches BMI-Maximum
haben. Auch ein Knoten bei 1 scheint sinnvoll zu sein, weil sich die Steigung, die sich zu
diesem Zeitpunkt eingestellt hat, danach nicht mehr wesentlich &ndert. Auf diese Weise
kénnen in den Intervallen [0;0.5], [0.5; 1] und [1; 6] jeweils unterschiedliche Steigungen mo-
delliert werden. Allgemein lautet nun die Designmatrix fiir das Individuum 4 bei Grad [ = 1
und zwei Knoten ko und k3 mit ;1 < tjo < tj3 < Ko < tjg < tj5 < kg < tig < t;7 < tig < tjo:

ti1 0 0
ti3 0 0
tia tia — K2 0
tis tis — K2 0

tig tic — Ko tlig — K3
tir tir — K2 tit — K3
tig tig — Ky tig — K3

N
Il
I N T o W = S e G Sy SO S

tig tio — Ky tig — K3

Der fiir jede Person zu schiitzende Parametervektor ist durch b; = (bio, bi1, b, biz)’ gege-
ben.

Zur praktischen Umsetzung dieser Idee soll nun wie in Abschnitt ein DPM-Modell
mit Einstellungen, die sich im Vergleich zu nur durch das Weglassen der festen Ef-
fekte unterscheidet, mittels der R-Funktion BlockDPM() berechnet werden. Die MCMC-
Einstellungen und die der Hyperparameter sind in Tabelle zusammengefasst.
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8 Datenanalyse: LISA-Daten

MCMC Iterationen | Burnin | W
55000 5000 50
Fehlervarianz Qe be
0.0001 0.0001
P-Spline ry b, m l k
0.005 0.005 12 3 2
zufillige Effekte | ap by aop bo Qg ba mo | s N
0.005 0.005 0.005 | 0.005 | 2 4 0 10 100

Tabelle 8.6: Annahmen bzgl. des MCMC-Algorithmus und der Hyperparameter

Die Samplingpfade dieses Modells zeigen allerdings fiir alle die Steigung betreffenden
zufalligen Effekte, also fiir b;1, b2 und b;3, eine inakzeptable Gestalt. Exemplarisch soll
diesbeziiglich b; fiir i« = 888 in Abbildung visualisiert werden. Fiir alle anderen Indivi-
duen ergab sich meist ein dhnliches Bild.

Man sieht in Abbildung dass, wahrend fiir b,y die Samplingpfade zumindest nach der
300. gespeicherten Iteration verniinftig ausschauen, sich der lineare zeitliche Effekt zwi-
schen den Koeffizienten b;1, b;o und b;3 verlagert. Dies ist vor allem an dem Bruchpunkt bei
b;1 und b;3 in der Nahe der 100. gespeicherten Iteration ersichtlich. Man erkennt auch, dass
eine lingerer Burn-In oder eine grofiere Ausdiinnung keine Abhilfe schaffen wiirden. Of-
fenbar kann fiir diese Kombination aus generellem P-Spline und individuellen TP-Splines
mit DPM-Priori hinsichtlich mancher Parameter keine Konvergenz erreicht werden. Als
mogliche Ursache lésst sich anfithren, dass an diesen Parametern zu viele unterschiedliche
Krifte wirken. Zum einen versucht das Modell fiir jedes Individuum separat die indivi-
duelle Abweichung der Steigung gegeniiber dem P-Spline den Daten entsprechend auf die
drei Steigungsparameter b;1, b;o und b;3 zu iibertragen. Zum anderen bewirkt der Cluster-
effekt des Dirichlet-Prozesses eine Anbindung dieses Individuums zu anderen Personen
und versucht innerhalb dieses Personenkreises eine allgemeingiiltige Steigung zu finden.
Eine stéindig wechselnde Konstellation in diesem Cluster erschwert nun eine Konvergenz
sdmtlicher zufélliger Effekte.

Insgesamt konnen die betreffenden Samples nicht als unabhingige Zufallsziehungen aus
der Posteriori aufgefasst werden. Darauf aufbauende Schétzungen wéiren ohne Wert.
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Abbildung 8.8: Samplingpfade und Dichteschéitzungen zu b; fiir i = 888

8.4 DP-Modelle

Die in Abschnitt untersuchte Fragestellung, ob sich durch die Erweiterung von
zufalligen Effekten 1. Grades auf individuelle TP-Splines 1. Grades bessere Schitzungen
erzielen lassen, soll nun auch fiir das DP-Modell iiberpriift werden. Dabei ist insbeson-
dere interessant, ob dhnliche Probleme bei den Samplingpfaden auftreten wie im Falle
des DPM-Modells. Konkret wurden drei Modelle gerechnet: Allen drei ist gemein, dass sie
einen P-Spline enthalten, wohingegen feste Effekte ausgeblendet werden. Sie unterscheiden
sich darin, dass die zufilligen Effekte 1. Grades einmal ohne Knoten, einmal mit einem
Knoten bei ageY = 0.5 und einmal mit zwei Knoten bei ageY = 0.5 und ageY = 1 mo-
delliert wurden. Wahrend das erste genauer analysiert wird, werden fiir letztere lediglich
die Resultate angegeben. Die drei Modelle wurden mit der Funktion BlockDP () berechnet
(vgl. Abschnitt . Die dabei gew#hlten Einstellungen des MCMC-Algorithmus und die
Wahl der Hyperparameter fiir die drei DP-Modelle lassen sich in Tabelle wiederfinden.

Im Gegensatz zu den Abschnitten [8.2] und [8.3] wird bei den DP-Modellen mit weniger Ite-
rationen gearbeitet, da die Berechnung der DP-Modelle bei den LISA-Daten mit deutlich
lingeren Laufzeiten verbunden ist. Die Ursache dieses Phanomens ist wert, genauer be-
trachtet zu werden. Der mit Abstand aufwendigste Aufdatierungsschritt des Block-Gibbs-
Samplers mit DP- bzw. DPM-Priori ist derjenige, bei dem entschieden wird, welche Person
welchem Cluster zugeordnet wird. Dieser wird zudem von der Iterationsschleife umschlos-
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MCMC Iterationen | Burnin | W
33000 3000 30
Fehlervarianz Qe be
0.0001 0.0001
P-Spline ry b, m l k
0.005 0.005 12 3 2
zufillige Effekte | ap by aop bo Qg ba mo | s N
- - 0.005 | 0.005 | 2 4 0 10 100

Tabelle 8.7: Annahmen bzgl. des MCMC-Algorithmus und der Hyperparameter

sen, so dass drei ineinander geschachtelte Schleifen vorliegen. Wenn nun in der z-ten
Iteration fiir die i-te Person untersucht wird, wie plausibel der Cluster A fiir sie ist, ist die
Evaluierung einer multivariaten Normalverteilung notwendig. Diese ist im Fall des DPM-
Modells mit zufélligen Effekten 1. Grades zweidimensional, da es sich um die Verteilung
von b; = (bip, bi1)’ handelt. Im Falle des DP-Modells ist die multivariate Normalvertei-
lung unabhéngig von der Gestalt der zufilligen Effekte die des Vektors y;, der bei den
LISA-Daten in der Regel neundimensional ist. Den Funktionswert einer neundimensiona-
len Normalverteilung zu bestimmen, bedeutet eigentlich einen nur geringfiigig gréfleren
Rechenaufwand als fiir eine zweidimensionale Normalverteilung; da dies aber bei 33000
Iterationen, 2043 Individuen und 100 moglichen Clusterlokationen insgesamt 6741900000
mal gemacht wird, fithrt dies zu einer deutlich ldngeren Rechenzeit.

Das Modell mit zufélligen Effekten 1. Grades liefert alles in allem ein &hnliches Bild zu
dem DPM-Modell in Abschnitt So zeigt Abbildung dass die geschiitzten zeitlichen
Effekte in etwa denen in Abbildung entsprechen. Hinsichtlich der Clusterstruktur zeigt
sich wie schon im DPM-Modell: Wihrend sich die meisten Cluster durch verschiedene
Niveaus des zeitlichen BMI-Verlaufs unterscheiden, gibt es auch ein Gruppe von Individuen
deren BMI stetig ansteigt und kein lokales Maximum im ersten Lebensjahr aufweist (vgl.
Abbildung [8.10). Fiir diese Graphik wurden wiederum die geschéitzten zufilligen Effekte
anhand des Varianzkriteriums der Anzahl an Clustern zugewiesen werden, die das Modell
ausgegeben hat.

Den Samplingpfaden der zufélligen Effekte im DP-Modell muss hingegen besondere Auf-
merksamkeit zuteil werden. Sie weisen auf ein spezifisches Problem hin: Da der Clusteref-
fekt direkt auf die zufélligen Effekte wirkt und nicht auf den Erwartungswert des jeweiligen
Effekts wie im DPM-Fall, kénnen die Ziehungen gelegentlich eine bimodale Struktur auf-
weisen. Dies ist dann der Fall, wenn das sich zwischen zwei Clustern befindende b; mal dem
einen und mal dem anderen Cluster zugeordnet wird. Abbildung zeigt so ein Beispiel
fiir b;p mit ¢ = 2037. Es ldsst sich in so einem Fall diskutieren, inwieweit der Median oder
das arithmetische Mittel der Ziehungen den zugrunde liegenden Effekt widerspiegeln. Fiir
andere Parameter wie v, 72 und o2 wiesen die Pfade eine tadellose Form auf.
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Abbildung 8.9: Geschitzter zeitlicher Effekt (DP-Modell ohne Knoten)
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Abbildung 8.10: Clusterzuweisung der Individuen hinsichtlich b; (DP-Modell ohne Knoten)
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Trace of b824_0 Density of b824_0

L i i B |

T T T T T T T T T T T T
0 200 400 600 800 1000 1.0 15 20 25 3.0 35

Iterations N =1000 Bandwidth = 0.07955

Trace of b888_0 Density of b888_0

-25 -10
L1l
00 08
111110

0 200 400 600 800 1000 -25 -2.0 -15 -1.0 -0.5

Iterations N=1000 Bandwidth =0.09511

Trace of b1786_0 Density of b1786_0

0.0 10
L1
00 08
Liiii
>

T T T T T T
0 200 400 600 800 1000 -0.5 0.0 05 1.0 15

Iterations N=1000 Bandwidth =0.07855

Trace of b2037_0 Density of b2037_0

00 15
L1l
00 06

T T T T T T
0 200 400 600 800 1000 -0.5 0.0 0.5 1.0 15 2.0

Iterations N=1000 Bandwidth = 0.1407

Abbildung 8.11: Samplingpfade und Dichteschitzungen des Random-Intercepts fiir vier
ausgewihlte Individuen (DP-Modell ohne Knoten)

Nun soll die eingangs gestellte Frage nach einer moglichen Verbesserung der Mo-
dellschiatzung durch ein oder zwei ergéinzte Knoten wieder aufgegriffen werden. Zunéchst
werden fiir das Modell mit den Knoten bei 0.5 und 1 analog zu Abschnitt [8.3]die Sampling-
pfade der zufilligen Effekte fiir ¢ = 888 betrachtet, um zu vergleichen, ob die Probleme,
die beim entsprechenden DPM-Modell auftraten, auch hier vorzufinden sind. Abbildung
8.12| zeigt, dass dies nicht der Fall ist. Die Pfade weisen ein zufriedenstellende Gestalt
auf. Dieses Bild zeigt sich auch fiir alle anderen Parameter sowohl bei dem Modell mit
zwei Knoten als auch bei dem mit einem Knoten. Ebenfalls liasst sich fiir beide Modelle
festhalten, dass Probleme mit einer deutlich bimodalen Form der geschitzten Dichte der
Ziehungen nicht mehr auftreten. Diese ist so gut wie immer unimodal und in den wenigen
Fallen, in denen sie es nicht ist, liegen die beiden Modi sehr dicht beieinander.

Die gezogenen Werte konnen daher zur Schitzung der Parameter verwendet werden. Der
generelle zeitliche Effekt und der der ausgewéhlten Individuen kann nun den Abbildungen
R.13] und B.14] entnommen werden.

Man erkennt an den Abbildungen, dass fiir das Individuum 92185191 der zeitliche Verlauf
des BMIs besser gefittet wird. Das erreichte Maximum des Fits ist bei beiden Model-
len hoher als es in Abbildung der Fall war. Man sieht an Individuum 92185191 auch
deutlich den Einfluss des zweiten Knotens bei 1: Dadurch wird ein steiler Anstieg bis
ageY = 0.5 und ein Abstieg innerhalb [0.5;1] sichtbar, wihrend in dem DP-Modell mit
einem Knoten bei ageY = 0.5 diese ,,Spitze“ nicht annihernd so ausgeprigt ist. Den-
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Abbildung 8.12: Samplingpfade zu b; fiir i = 888 (DP-Modell mit Knoten bei 0.5 und 1)

noch wiirde man sich hierbei eine den Daten noch besser angepasste Form des zeitlichen
Verlaufs wiinschen; der Clustereffekt verhindert allerdings eine auf ,, Ausreifler” wie Indivi-
duum 92185191 zu sehr ausgerichtete Modellierung. Dies erkennt man auch an Individuum
92189214, das deutlich unterdurchschnittliche BMI-Werte aufweist. Der entsprechende Fit
passt sich nur in Maflen dieser Entwicklung an. Fiir das Individuum 94182011 lasst sich
festellen, dass der extrem hohe Wert des BMIs im Alter von ca. 2 Jahren den Verlauf
zwischen einem Jahr und sechs Jahren deutlich beeinflusst. Wahrend die Messungen im
Alter von 4 und etwas iiber 5 Jahren eher fiir eine durchschnittliche BMI-Entwicklung
sprechen, ist der Fit klar iiber dem P-Spline. Eine im Vergleich zu Abbildung viel bes-
sere Anpassung wird fiir das Individuum 95089461 erreicht. Der Anstieg des BMIs nach
dem ersten Lebensjahr ist bei den Modellen mit einem bzw. zwei Knoten wesentlich steiler
und damit den Daten angemessener.

Alles in allem stellt die Erweiterung der zufilligen Effekte auf individuelle TP-Splines einen
guten Ansatz dar, wie die Schétzung der individuellen Verldufe verbessert werden kann.
Hervorhebenswert ist dabei, dass dies bei DP-Modellen wesentlich besser funktioniert als
bei DPM-Modellen, da bei DP-Modellen die in Abschnitt angesprochenen Probleme bei
den Samplingpfaden nicht auftraten. Dies ist bemerkenswert, wenn man bedenkt, dass sich
das DP-Modell in Kapitel [7| hinsichtlich der Schétzgiite als schlechter als das DPM-Modell
erwiesen hat. Offensichtlich erschwert die zusétzliche Stufe in einem DPM-Modell bei
einem allgemeinen P-Spline und individuellen TP-Splines ein gutes Mischungsverhéltnis
fiir die Koeffizienten, die in ihrer Bedeutung auf den BMI eng miteinander verbunden sind.
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8 Datenanalyse: LISA-Daten
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Abbildung 8.13: Geschitzter zeitlicher Effekt (DP-Modell mit einem Knoten bei 0.5)
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Abbildung 8.14: Geschétzter zeitlicher Effekt (DP-Modell mit Knoten bei 0.5 und 1)
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9 Zusammenfassung

In dieser Diplomarbeit wurde ein additives gemischtes Modell behandelt, das sowohl den
generellen zeitlichen Effekt als auch die individuellen zeitlichen Effekte auf die Zielgrofie
untersucht. Fiir Ersteres wurde ausgehend von einer nichtlinearen Datenstruktur ein P-
Spline, fiir Zweiteres ein Dirichlet-Prozess-Modell oder ein Dirichlet-Prozess-Mischungs-
Modell verwendet. Die Schétzung sémtlicher im Modell vorkommenden Parameter wurde
mittels eines Block-Gibbs-Samplers vollzogen, der auf der Stick-Breaking-Repréisentation
des Dirichlet-Prozesses basiert.

Grundsétzlich waren in dieser Arbeit zwei Belange von besonderem Interesse: Zum einen
wurde anhand simulierter Daten untersucht, ob durch die flexiblere Modellierung der Ver-
teilung der zufilligen Effekte bessere Schétzergebnisse die zufélligen Effekte betreffend
erzielt werden konnen, als wenn hierfiir die traditionelle Normalverteilungsannahme ver-
anschlagt wird. Es zeigte sich, dass selbst bei mischverteilten zufilligen Effekte die Nor-
malverteilungsannahme zu erstaunlich guten Ergebnisse fithrt und hinsichtlich des DPM-
Modells kaum Unterschiede vorlagen. Das DP-Modell erwies sich hingegen aufgrund der
implizit fiir die zufélligen Effekte angenommenen diskreten Verteilung als deutlich schlech-
ter. Des Weiteren stand die Kombination eines iiber einen Dirichlet-Prozess modellierten
linearen gemischten Modells mit einem P-Spline im Fokus. Diesbeziiglich kann festgehal-
ten werden, dass durch eine Zentrierung der zufilligen Effekte bei jedem Iterationsschritt
des MCMC-Algorithmus stabile Schéitzresultate erzielt werden kénnen. Die Aufgabenbe-
reiche des P-Splines und der zufilligen Effekte werden dadurch klar voneinander getrennt,
selbst wenn beide Modellkomponenten den zeitlichen Effekt auf den Response beschrei-
ben. Die zufilligen Effekte konnen so als die individuellen Abweichungen vom generellen,
durch den P-Spline beschriebenen zeitlichen Effekt verstanden werden. Dariiber hinaus
kann der generelle P-Spline auch mit individuellen TP-Splines kombiniert werden. Durch
zusétzliche Knoten konnten die individuellen Verldufe etwas addquater modelliert werden.
Fiir das DPM-Modell offenbarten sich allerdings Probleme hinsichtlich der Samplingpfade.
Das DP-Modell wies diese Schwierigkeiten nicht auf und ist in diesem Fall zu bevorzugen.

Hinsichtlich des durch den Dirichlet-Prozess induzierten Clustereffekts féllt die Bewertung
unterschiedlich aus. Zunéchst darf die Clustereigenschaft des Dirichlet-Prozesses nicht als
eine automatische Finteilung der Individuen in die wahre zugrunde liegende Struktur ver-
standen werden. Dies liegt nicht nur daran, dass die vom Modell ausgegebene Schitzung
fiir die Anzahl der Cluster in hohem Mafle von den gewihlten Einstellungen hinsichtlich des
Préazisionsparameters abhéingt, sondern hat ihre Ursache vor allem in der Schwierigkeit, wie
die Information der Clustereinteilung zu jedem Iterationsschritt des MCMC-Algorithmus
zu einer allgemein giiltigen Clustereinteilung gebiindelt werden kann. Der Clustereffekt des
Dirichlet-Prozesses ist vielmehr ein wihrend des Algorithmus ablaufender Mechanismus,
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9 Zusammenfassung

der stets die Informationen mehrerer Personen zu einer Gruppe zusammenfasst, so dass
letztendlich fiir den zufilligen Effekt eines bestimmten Individuums eine Schitzung resul-
tiert, die nicht durch dieses Individuum allein, sondern auch durch seine ,,Nachbarschaft*
geprigt ist. Auf diese Weise konnen grundlegende Muster in den Daten herausgearbeitet
werden.

Die ansprechende Clustereigenschaft des Dirichlet-Prozesses kann auch im Rahmen eines
additiv gemischten Modells genutzt werden. In diesem Zusammenhang lésst sich festhalten
— und das ist das wesentliche Fazit dieser Arbeit —, dass einer Kombination eines linearen
gemischten Modells basierend auf Dirichlet-Prozess-Prioris mit einem P-Spline nichts im
Wege steht und dass diese Form der Kombination bei longitudinalen Daten, die durch
einen nichtlinearen zeitlichen Effekt charakterisiert sind, einen leistungsfihigen Ansatz
darstellt.
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A Beweise

A.1 Akzeptanzwahrscheinlichkeit beim Gibbs-Sampler
Fiir den Nachweis, dass die Akzeptanzwahrscheinlichkeit beim Gibbs-Sampler 1 betrigt
(vgl. Abschnitt , sei folgende Situation gegeben:

Es werde aus der vollstindig bedingten Dichte p(04|0_s,y) ein Wert 6% gezogen. Zu-
sammen mit den aktuellen Zustéinden der anderen Blocke wird ein Zustand 6* :=

(Bgt), cee 991, o:, 0?:11), ce 0?71))’ vorgeschlagen. Gegenwértig befindet sich die
Markov-Kette noch im Zustand 6° := (0?), ce Bit_)l, th_l), 03:11), e Og_l))’.

Die Akzeptanzwahrscheinlichkeit lautet nun:

(6%]0°) = min {p(ﬁ’*!y)qw"\@*) 1} i {p(9is|y)p(9§|¢9*—syy)p(9§l9°_s,y) 1} 1

p(6°ly) q(6%]6°)’ p(0° |y) p(6210° ,,y) p(0%|60* . y)’

Der letzte Schritt gilt wegen 8*, = 6° .

A.2 Erwartungswert des Dirichlet-Prozesses

Geméf der Definition des Dirichlet-Prozesses G ~ D P(apGy) gilt fiir jede endliche messba-
re Partition {4y, ..., 4} von O:

(G(A1>, ceey G(Am))/ ~ DiT’(OzoGo(Al), Ceey aoG()(Am)).

Somit gilt fiir alle j = 1, ..., m (vgl. hierzu die Eigenschaften der Dirichlet-Verteilung in
Abschnitt {4.1)):
Oé()Go(Aj)
E(G(A))) = == = Go(4;).
(G43) 2121 «0Go(Ar) ot)
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A Beweise

A.3 3. Haupteigenschaft des Dirichlet-Prozesses

Fiir den Nachweis der in Abschnitt formulierten 3. Haupteigenschaft des Dirichlet-

Prozesses wird die Posteriori G0y, ..., 6, bei folgenden Annahmen bestimmt:
;|G "X G Vi=1,...,n,

G ~ DP(O(()GQ).

Fiir die Priori G ~ DP(apGy) gilt geméB der Definition des Dirichlet-Prozesses fiir jede

endliche messbare Partition {A;, ..., A} von ©:

(G(A1), ..., G(Ap)) ~ Dir(agGo(A1), ..., aoGo(Am)).

Ebenso ldsst sich die Posteriori-Verteilung G|64, ..., 6, durch die Verteilung des Wahr-
scheinlichkeitsvektors (G(A1), ..., G(An))'|61, ..., O, identifizieren. Deren Dichte ldsst
sich folgendermaflen berechnen:

p(G(A1), ..., G(AR)|61, ..., )

—

p(0r, ..., On|G(A1), ..., G(An)) p(G(A1), ..., G(An))

9 |G Al H aoGo -1

:js i :]:

ﬁ aoG’o(A )—1

G(Aj)nj+aoG0(Aj)fl.

[y

<.

és

<.
Il
-

= Fiir jede endliche messbare Partition {Ay, ..., A} von © gilt:
(G(Ay), ..., G(AR)) 1601, ..., 0y ~ Dir(ny + apGo(A1), ., nm + apGo(Am))-
= Glb, ..., 0, ~ DP(ojGy), wobei sich die Parameter wie folgt bestimmen lassen:
ap =21 (nj + aoGo(4;)) = n + ao,
Go(Aj) = iag (nj + a0Go(Ay)) = 7755 (11 06, (A7) + a0Go(4y)).

n+ag
= Gf = i Yo 00, + 792G
0 = ntag Lwi=190; 0-

n—i—ao
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B Bestimmung der vollstandig bedingten
Dichten

Im Folgenden werden sémtliche vollstéindig bedingten Dichten (vgl. (2.4)) hergeleitet, die
im Rahmen des additiven gemischten Modell verwendet wurden. Als Grundlage dienen
die Modelle bzw. . Auf den Zentrierungsschritt soll dabei verzichtet werden.
Fir die Bestimmung der Likelihood werde zunéchst folgende notationelle Vereinfachung

eingefiihrt:
= XiB+ Biv + Z;b;.
Damit lautet die Likelihood:

p(ylB, 7, b,0%) =[] f(wilB,7, bi,0?)
=1

n
1
i 2M2 o5 XD (—202 (yi — 1) (yi — sz'))
1:1
n

1 1
OC((TQ)%MGXP< TZ _Hi))'

Des Weiteren werde die Notation beim Aufdatieren der Parameter 3, v und b dadurch
knapp gehalten, dass stets mit dem jeweiligen Arbeitsresponse ¢ gearbeitet wird. Ehe in
den folgenden Abschnitten die einzelnen Modellkomponeten und ihre Parameter behandelt
werden, soll zunéchst die vollstandig bedingte Dichte der Fehlervarianz, die mit allen
Modellkomponenten in Verbindung steht, hergeleitet werden.

Dichte der Priori-Verteilung fiir o2

Vollstéindig bedingte Dichte fiir o2:

p(0?8,7,b,y) x p(y|B,7v.b,0%) p(c?)

: 1 - / 1 be
X (o2)0Ema P (—2 (yi — pi)'(yi — Hz‘)) (B &P <—02>

n

=1
N (U2)a+105nd+1 exp ( i? (be + %Z(% — i) (yi — Ni))) :

i=1
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B Bestimmung der vollstdndig bedingten Dichten

B.1 P-Spline
Dichten der Priori-Verteilungen:

1 1
p(’Y’T2) X Wexp <—7_2’Y/K’Y>7
b

Vollstindig bedingte Dichten:

p(v|7?,8,b,y,07) < p(y|B,~,b,07) p(v|T?)
1 o - 1
X exp <—202 ;(yi — B)'(gi — Bﬂ)) exp <—2727’K 7)

1 < ;o 1
o exp (—202 (v B;Biy — 2y Biyi)> exp (—2727 K’Y>

=1

1( (1 1 & 1S e

=exp (-5 |7 ﬁK+7ZBiBi v — 2y 7231'%‘
T 7t = 7=

1 (1 1 1
= —— —K+ —B'B -2 —By
o | L (B Lm) 2 (L)

::Z,’;*l

1 'sx—1 'k —1 % .

= exp 5 vy -2y X XD ﬁBy
—_——
2

p(T2]7) x p(y|7?) p(7?)
1 I, 1 b,
GO T (‘w” KV) ()1 P (—Tz)
1 1 /
- (72)a+0-5rg(K)+1 exp <_T2(b7 + 0.5 K~y)> .
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B.2 Lineares Modell

B.2 Lineares Modell

Dichten der Priori-Verteilungen:
-1 1 I5—1
p(Blpg, Ep) o< Bl exp | =58 — 1) B (B —pp) |

1
P(Mﬁr) X exp <—22(M5 - mﬁ)2> )
55,

1 bg
p(o-%r) x ( 2 )ag-i—]. exp <_2> :

9B, B,
Vollstindig bedingte Dichten:

p(Blps, Es,7,b,y,0%) < p(y|B,7,b,02) p(Blps, Tp)

n

o exp (—2; (5~ XiB) (5 Xﬂ)) exp (58w =516 - 1))

=1

X exp (—%; Z(B,X;Xlﬁ — QB’X;;{]@)> exp <—;(ﬁ'§]ﬁll@ — 2ﬂ/2ﬂlﬂﬁ)>
=1

= exp (_; (ﬂ' (251 + ;ngxi) 3-28 <251W+ ;ZX.@>>>

=1 =1

o 1 i -1 1 / / —1 1 !~

=exp | —5 B <26 +02XX>'8_2'3 <2ﬁ /‘L,@—i—ﬁX y)
=357!

_ 1 "1k —1 sk —1 % -1 1 .
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B Bestimmung der vollstdndig bedingten Dichten

p(ps, |05, Br) o< p(Brlus,, 03,) p(is,)

1 1
X exp (—20[23(@ — Mm)2> exp (—282(/% - mm)2>

Br
11 , 1 1, 1, 1 Loy
=exp (—2 <0',(23/8T — 2%ﬁrﬂﬂr + %ﬂﬁr + gﬂﬁ,« - Q%Mﬁrmﬁr + %mﬂr

1 1 1 Ié} mg,
Br Br Br Br
1 1 1\
m T
=exp | — — ,u%r — 2:“,& <02 + 32> <U2T + 825 )
1 1 Br Br Br Br
2 2 + 2

p(U%T ‘,UJ,BM Br) o p(ﬂrWﬂﬂ Uér) p(O'%T)
X Wexp (%(/BTMBT‘) ) WGXP <O_I%>

B 1 1
BCATR

T

5l
/N
S
@
—+
N |
~~
&
\
=
=
S
e
N——
N——

B.3 Lineares gemischtes Modell mit DPM-Priori

Dichten der Priori-Verteilungen:

1
P10 Zs) o |Zil e (- 00/ (- 0).
1 b
2 b
p(oy,) WQXP <_U§r>’

1 1 _
p(0i|po, Xo) o || 2 exp <—2(91‘ — o) =50 — Mo)) ,

ol Ba) x [Bal b exp (= (@n o) 55 00 o))

p(io,) o exp (—1<uor—mor>2>,

2
280T

p(JZ) x #exp _bio
AT W

plag) ag"‘flexp(—baag).
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B.3 Lineares gemischtes Modell mit DPM-Priori

Weitere notwendige Dichten:

np

p(C‘ﬂ') (nl,.. nN’ﬂ OCHW :H<VhH 1_Vl> _

h=1
N N h-1 N-1 N
~TLve T - = T v Tl - =
h=1 h=1i=1 h=1
N-1 N-1 ]
pllao) = p(Vi, - Vivealao) = T o) =TT gy (0= =
h=1 h=1 0
N1 N-1
1
—|- OéO _V )aofl _ H ap(1 — Vh)OtO*l
h:l h=1

Vollstindig bedingte Dichten:

p(bl|017 Ebv g Ba Yy, 02) X p(y’L|/@7 Y bia 02) p(bl|01a zb)

x exp < 212( —Zb) (5 Zz-bi)> exp <_;(bi — 0,5, (bi — 01»))

/ / ’ /o 1 ’ _ ’ —

1 ’ -1 1 / ’ 1 1 /.
= exp —5 bi <2b + 0'2Z1Z1> bi - 2bi <2b 0i + 0_2Z1y1>
=3yt
_ 1 ‘s vx—1p 'sx—1 g% —1p. L ~
g
;’Z

p(0}.16,b) (Hp bi,10:,, %, ) p(0s,)

1

1
! 1 - 2 1 bb

(o3,

1 1 1 & )
= Wmexf) <_Ul?r (bb+ 52(@‘7« —6;,) )) -

X

S

i=1
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B Bestimmung der vollstdndig bedingten Dichten

p(po,log . 0) o< (TTi=y p(0s,10,, 03.)) plpo,)

1 n - n 1 1 1
=exp| —=| —0>-—2—0 4+l A+ —p2 = 2—pg.mo. + —m?
p 2 (U(Q]T T O_(Q)T T/‘Lor Ugr ILLOT Sgr l"LOT Sgr /J/O’V‘ O'r S(Q)T Or
1 5 n 1 n o~ My
—— — | =2 —0 r
X exp 2 (NOT (O'(Q] + 8% > 1o, <O_gr r + (Z)T >>>
1 1\
n n o~ m
=exp | — =1 | Ho, — 2Ho, < 5+ 2) (29r + 20T>
n_ 1 0 50 ok 0
2 (& + 1) ' '

n
p(op, |1o,,0) o (H (6i, |0, 03,) ) p(o3,)

1 R 1 b
L 2y - _ 20
{0z o P (‘gagr ;w“ o) ) (o7 oo+t 7P ( a&)
1 1 1 & )
= (02 )ao+0.5n+1 €xp <_(;(2)T (bo t 2 2(92; - ko, )) :

i=1
p(¢h7‘|o-gr7/’l/0r70—gr7 b? C) X (H’chzhp(bzr‘¢h7‘7 O—gr)) p(¢h7‘)

1 1
X exp —F Z (bir — (Zﬁhr)z exp <_%¢'2(¢hr - /107-)2>
0r

bT iZCi:h

i (brp — ¢m)2> exp <— 2;2 (Pn, — Mor)2>
0

1 1,
_ + —
] Qb (th U(%T ¢hr Ho,. O,gr )u()r> )

. np
oy o2
np 1 np - Ho,.
| =+ | =200, | b+
o 0p, i o5,

P(c; = hlm, ¢, bi, ) o< plbs|p, Sp)my, oc Sy~ exp (—3(bi — ) Sy ' (bi — ¢n)) T
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B.4 Lineares gemischtes Modell mit DP-Priori

p(m|e, ap) x p(e|m) p(m|agp)

N—-1 N—
O(anhl—vhzl ht1 T Hl—Vhaol
h=1 h=1
o H Vh — W) a0+ g 1

plao|m) o< p(w|ao) p(ao)

N-1
x H ap(1 — Vi) tage ™t exp(—baao)
h=1
N-1
o o T exp (log (H (1- Vh)"‘O)) exp (—baarg)
h=1

N—1
= o/ 7t exp (Z aplog(l — V) — baa0>
h=1

N-1
= 0‘0 —ltaa—1 exp (—ag (ba — Z log(1 — Vh)>> .
h=1

B.4 Lineares gemischtes Modell mit DP-Priori

Dichten der Priori-Verteilungen:

ponlainZo) o [Zal b exp (=56~ o) By (60 o))

1
p(po,) o< exp 52
S

2
0r

p(a2 ) ! exp bo
0r T Na 1 —— |
(0'(2) )a0+1 O-gr

plag) o ag™” 1exp(—baozo).

(po, — mof) :

Vollstdndig bedingte Dichten:

p(0 10,1 B) o (prirm()r,aa,))) p(o2)

i=1

1 1 < 1 b
AT I _ 0o
> (og oo P (‘zagr Z;(b“ po.) ) (g a1 &P < agr)
= (02 yaot05nt1 P U Z i = Ho )" | ]
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B Bestimmung der vollstdndig bedingten Dichten

ppo,log ,b) o< (TTi=y p(bs, |10, 03.)) pluo,)

1 «— 1
—— Y (bi, — po,)* | exp | —=— (o, — mo,)?
202 ; 253,

n - n - n 1 1 1
b2 =2 bopg, + e p A —pi2 — 2 pig Mo, + ——m2
O_g r U(QJT r [0, U(%T Ko, S%T Ko, S%T Koo, S%T 0y

P(¢h|lt0, 207 B7 Y Y, 02) X (Hi:ci:h p(yl|/65 v, ¢h7 02)) P(¢h|ﬂ0, 20)

xexp | —z— (Ui — Zipn) (§i — Zipy) | exp <_;(¢h — 110)'S5 " (fn — Mo))

i:c;=h

1 ’ / / /- 1 ’ _ ! _
X exp —@ Z (¢hZiZi¢h - 2¢hZiyi) exp <_2(¢h20 1¢h - 2¢h20 1HO)>

iZCi:h
B 1 ’ 2_1 1 Z/Z ’ 2_1 1 Z/ -
=exp [ —5 D | 2o +;‘Z iZi | ¢ —2¢), O/J/O"i_;.Z iYi
i:c;=h i:ci=h
=3t
_ 1 ! *—1 I wx—1 sx —1 1 »™
=exp | —35 GpXEo Gn—2¢35  Xg | Bg po + ) Z Z;Yi
i:c;=h

*

Ko
P(Ci = h‘“?ﬁa’)’v ¢>yi7 02) 08 p(yZ‘I@7’Y7 ¢h7 02>7Th
1 1 '
x (0205 exp (yi — XiB— By — Zipn) (yi — XiB — Biy — Zi¢y) | T

202

p(m|e, ap) und p(ag|m): analog zu Abschnitt
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